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ÖZET 

Kişilerin yorumları başka insanların ve insanlara hizmet sağlayan kurumların karar verme 

sürecinde önemli bir yere sahiptir. İnternetin yaygınlaşması neticesinde kişilerin görüşlerini 

bu ortamda ifade etmesinden kaynaklı veri boyutu günden güne artmaktadır. Bu verinin 

insanlar tarafından herhangi bir araç kullanılmadan analiz edilmesi mümkün değildir. Bu 

sebeple duygu analizi kavramı ortaya çıkmıştır. Duygu analizi alanında yapılan çalışmaların 

çoğunda veri pozitif, negatif veya nötr olarak sınıflandırılır, kişilerin konular hakkındaki 

bakış açılarına göre sınıflandırma yapılmaz. Daha detaylı sonuç alınması için hedef temelli 

duygu analizi gereklidir. Bu çalışmada duygu analizinin alt seviyesi olan hedef temelli 

duygu analizinin Türkçe veri setinde gerçekleştirilmesi için bütüncül bir yaklaşım 

sunulmuştur. Hedef terimlerin çıkarılması için LDA konu modelleme tabanlı iki yaklaşım 

önerilmiştir. Önerilen yaklaşımlarda LDA’nın kelime çantası probleminin çözülmesi 

amaçlanmıştır. Belirlenen hedef terimleri kategorilere ayırmak için PMI yönteminden 

yararlanan bir metot geliştirilmiştir. Hedef terimler ve kategoriler belirlendikten sonra 

sınıflandırma işlemini gerçekleştirmek için kural ve sözlük tabanlı yaklaşımlardan 

yararlanılmıştır. Hedef terim çıkarma işleminde LDA temelli yöntem ile %70’in üzerinde f-

skor elde edilmiştir. Hedef terim kategori eşleştirmesinde %59 oranında doğruluk elde 

edilirken, hedef terimlerinin polaritesinin belirlenmesinde ise %79 oranında doğruluk elde 

edilmiştir. 
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ABSTRACT 

Opinions of people greatly impact the decision-making process of other people and 

institutions providing services to the society. Today, internet has become an integral part of 

our daily lives as it people can easily disseminate their thoughts through the internet. Along 

with the rapidly increasing data sizes, data processing has become even more challenging. 

As a result, the concept of sentiment analysis has emerged.  Most studies involving sentiment 

analysis do not reflect the interpretations of individuals, but only classify data as positive, 

negative or neutral.  Aspect-based sentiment analysis takes into account people's opinions to 

come up with more detailed results. In this study, a holistic approach has been proposed to 

perform an aspect-based sentiment analysis -a sub-level of sentiment analysis- on Turkish 

data. Two approaches based on LDA topic modeling have been proposed for the extraction 

of aspect terms. Proposed approaches aim to solve the LDA's bag of words problem. An 

algorithm that uses the PMI method is proposed to categorize the identified aspect terms. 

After determining the aspect terms and categories, rule and dictionary-based approaches 

have been used to perform the classification process. In the aspect extraction phase, an f-

score of over 70% was obtained by LDA-based method. In the aspect term category 

matching stage, 59% accuracy was achieved. In determining the polarity of aspect terms 

79% accuracy was attained. 

 

 

 

 

 

 

 

 

 

 

 
 

Science Code            : 92416 

Key Words               : Sentiment analysis, aspect-based sentiment analysis, aspect extraction 

Page Number          : 52 

Supervisor : Asst. Prof. Dr. Uraz YAVANOĞLU 



vi 

 

TEŞEKKÜR 

Çalışmam boyunca değerli fikirlerini ve yardımını esirgemeyen danışman hocam sayın Dr. 

Uraz YAVANOĞLU’na teşekkürü borç bilirim. Bu süreçte bilgilerinden ve 

deneyimlerinden yararlandığım, bana yol gösteren Dr. Güçlü ONGUN'a, Dr. Alper ÇEVİK'e 

ve Sema AYGAR'a teşekkür ederim. Yüksek lisans eğitimi almamda beni cesaretlendiren 

Hemosoft Bilişim ve Eğitim Hizmetleri A.Ş.’deki işverenlerime ve tüm çalışma 

arkadaşlarıma teşekkür ederim. 

Her koşulda beni destekleyen, her zaman yanımda olan annem Zuhal BAYRAKTAR'a, 

babam Bahattin BAYRAKTAR'a ve ağabeyim Ender BAYRAKTAR'a sonsuz teşekkür 

ederim.  



vii 

İÇİNDEKİLER 

Sayfa 

ÖZET ..............................................................................................................................  iv 

ABSTRACT ....................................................................................................................  v 

TEŞEKKÜR ....................................................................................................................  vi 

İÇİNDEKİLER ...............................................................................................................  vii 

ÇİZELGELERİN LİSTESİ .............................................................................................  ix 

ŞEKİLLERİN LİSTESİ ..................................................................................................  x 

SİMGELER VE KISALTMALAR.................................................................................  xi 

1. GİRİŞ ........................................................................................................................  1 

2. LİTERATÜR TARAMASI / İLGİLİ ÇALIŞMALAR................................  3 

2.1. Duygu Analizi Kullanım Alanları .......................................................................  3 

2.2. Duygu Analizi Türleri .........................................................................................  3 

2.2.1. Doküman seviyesi duygu analizi ..............................................................  3 

2.2.2. Cümle seviyesi duygu analizi ...................................................................  6 

2.2.3. Hedef temelli duygu analizi ......................................................................  7 

2.3. Sözcük Tabanlı Duygu Sınıflandırma .................................................................  10 

2.3.1. Sözlük tabanlı yaklaşım ............................................................................  10 

2.3.2. Derlem tabanlı yaklaşım ...........................................................................  11 

3. BİLİMSEL ARKA PLAN ...................................................................................  13 

3.1. Latent Dirichlet Allocation (LDA) ......................................................................  13 

3.2. Pointwise Mutual Information (PMI) ..................................................................  15 

3.3. WSBFE ...............................................................................................................  16 

3.4. C-value ................................................................................................................  16 

3.5. Bag of Words ve N-gram model .........................................................................  19 

3.6. Yandex.XML ......................................................................................................  20 



viii 

 

Sayfa 

4. PROBLEM TANIMI VE ÖNERİLEN METOT ...........................................  21 

4.1. Veri Seti Oluşturma .............................................................................................  21 

4.2. Veri Ön İşleme ....................................................................................................  22 

4.2.1. Cümlelere ayırma ......................................................................................  23 

4.2.2. Metin düzeltme .........................................................................................  23 

4.3. Hedef Terimlerin Çıkarımı ..................................................................................  23 

4.4. Hedef Terimlerin Kategorisinin Bulunması ........................................................  25 

4.5. Hedef Terimlerin Duygu Sınıflandırması ...........................................................  25 

5. DENEYSEL SONUÇLAR .................................................................................  29 

5.1. Hedef Terimlerin Çıkarımı ..................................................................................  29 

5.2. Hedef Terimlerin Kategorisinin Bulunması ........................................................  35 

5.3. Hedef Terimlerin Duygu Sınıflandırılması .........................................................  35 

6. SONUÇ VE ÖNERİLER ....................................................................................  39 

KAYNAKLAR ...............................................................................................................  41 

EKLER ............................................................................................................................  47 

EK-1. Veri setinden örnek kısım ....................................................................................  48 

EK-2. Çok kelimeli terimler ...........................................................................................  49 

ÖZGEÇMİŞ ....................................................................................................................  52 

 

 

  



ix 

ÇİZELGELERİN LİSTESİ 

Çizelge     Sayfa  

Çizelge 3.1. C-value örnek sonuçlar ...............................................................................  18 

Çizelge 4.1. Hedef terim kategorileri ..............................................................................  22 

Çizelge 5.1. Hedef terimlerin çıkarımına ait hata matrisi ...............................................  30 

Çizelge 5.2. Hedef terimlerin çıkarımı ait başarı metrikleri ...........................................  30 

Çizelge 5.3. Metotların çok kelimeli terimleri keşfetme başarılarının 

karşılaştırılması hata matrisi .......................................................................  34 

Çizelge 5.4. Metotların çok kelimeli terimleri keşfetme başarılarının 

karşılaştırılması ...........................................................................................  34 

Çizelge 5.5. Başlangıç hedef terim listesi verilince elde edilen hata matrisi ve 

doğruluk oranı .............................................................................................  35 

Çizelge 5.6. Başlangıç hedef terim listesi verilmeden elde edilen hata matrisi ve 

doğruluk oranı .............................................................................................  35 

Çizelge 5.7. Hedef terim listesi verilerek sınıflandırılmış bazı hedef terimler ...............  36 

Çizelge 5.8. Hedef terim listesi verilmeden sınıflandırılmış bazı hedef terimler ...........  36 

 

 

  



x 

 

ŞEKİLLERİN LİSTESİ 

Şekil     Sayfa  

Şekil 3.1. LDA’nın grafiksel model gösterimi................................................................  14 

Şekil 3.2. Yandex.XML örnek kullanımı........................................................................  19 

Şekil 4.1. Hedef temelli duygu analizi için önerilen yöntem ..........................................  21 

Şekil 4.2. Veri setinin sınıf diyagramı ............................................................................  22 

Şekil 4.3. Ön işleme aşaması ..........................................................................................  23 

Şekil 4.4. Hedef terim çıkarımı akış diyagramı ..............................................................  24 

Şekil 4.5. Hedef terim çıkarım algoritması .....................................................................  24 

Şekil 4.6. Hedef terim kategori eşleme algoritması ........................................................  25 

Şekil 4.7. Kural tabanlı yaklaşımın mantıksal ifadesi .....................................................  26 

Şekil 4.8. Hedef terim – görüş eşleştirme ve duygu sınıflandırma algoritması ..............  27 

Şekil 5.1. M-III ve M-VI numaralı metotların karşılaştırılması .....................................  31 

Şekil 5.2. C-value yönteminden yararlanan metotlar ile LDA’nın karşılaştırılması ......  32 

Şekil 5.3. WSBFE yönteminden yararlanan metotlar ile LDA’nın karşılaştırılması ......  32 

Şekil 5.4. Hedef terim çıkarım yöntemlerinin karşılaştırılması ......................................  33 

 

 

  



xi 

SİMGELER VE KISALTMALAR 

Bu çalışmada kullanılmış simgeler ve kısaltmalar, açıklamaları ile birlikte aşağıda 

sunulmuştur.  

 

Simgeler     Açıklamalar  

 

Ʃ     Genel toplam operatörü  

Π     Genel çarpım operatörü 

 

Kısaltmalar    Açıklamalar 

 

ANTF     Augmented Normalized Term Frequency 

API     Application Programming Interface 

BoW      Bag of Words 

CRF     Conditional Random Field 

EM     Expectation Maximization 

k-NN k-Nearest Neighbors Algorithm  

LDA Latent Dirichlet Allocation 

ME     Maximum Entropy  

MI     Mutual Information 

MNB     Multinomial Naive Bayes 

NB     Naive Bayes 

PMI     Pointwise Mutual Information

POS     Part of Speech  

RF     Random Forest 

SVM     Support Vector Machine 

TF     Term Frequency 

TF-IDF    Term Frequency – Inverse Document Frequency 

 

 

  



1 

1. GİRİŞ 

Düşünceler insan hayatını etkileyen ve kurumların ya da işletmelerin gelecek planlarını 

şekillendirmesini sağlayan en temel unsurdur. İnsanlar karar verme ve seçim yapma 

aşamasında başka kişilerin düşüncelerini merak ederler ve onların deneyimlerinden 

yararlanmak isterler. Eskiden, insanlar yakın çevresindeki kişilerin tecrübelerinden 

faydalanırken internetin yaygınlaşması sonucu, zamanla bu durum değişmeye başlamıştır. 

Gündelik yaşamda internetin önemli bir konuma sahip olması ve insanların düşüncelerini 

internet aracılığı ile kolayca yayabilmesi neticesinde internet üzerindeki veriler karar verme 

sürecinde faydalanılabilecek etkin bir araç olmuştur. Fakat her geçen gün veri boyutunun 

artması, insanların bu verilerden tam anlamıyla yararlanabilmesinin önündeki en büyük 

engeldir. Örneğin, bir kişinin herhangi bir ürün veya hizmet almadan önce o ürün veya 

hizmet hakkında yapılmış yorumların hepsini okuyup değerlendirmesi, veri boyutunun 

büyüklüğü ile orantılı olarak oldukça zor bir süreç halini almaktadır. Bu süreci 

kolaylaştırarak zaman kaybını önlemek amacıyla “duygu analizi” kavramı ortaya çıkmıştır. 

Duygu analizi ile kişilerin belirli bir konu hakkında yargıya varmadan önce başka insanların 

görüşlerini dikkate alarak karar sürecini kolaylaştırmak ve bu süreci otomatikleştirmek 

amaçlanmaktadır. Duygu analizi kısaca, verilen metin içindeki görüşleri bulup sunma işlemi 

olarak tanımlanabilir.  

Duygu analizi 3’e ayrılmaktadır [1]: 

 Doküman seviyesi duygu analizi 

 Cümle seviyesi duygu analizi 

 Hedef temelli duygu analizi 

Doküman seviyesi duygu analizinde bütün dokümanın pozitif veya negatif duyguyu ifade 

edip etmediği belirlenmektedir. Cümle seviyesi duygu analizi ise doküman içindeki her bir 

cümlenin pozitif veya negatif duygu ifade edip etmediği bulmayı amaçlar. Ancak bu iki 

analiz de insanların neyi beğenip beğenmediğini bulamaz. Daha detaylı bir analiz için hedef 

temelli duygu analizi uygulanır. Hedef temelli duygu analizi hedef çıkarımı ve hedef duygu 

sınıflandırması aşamalarından oluşmaktadır [1]. Hedef çıkarımı aşamasında metindeki 

konular bulunurken, hedef sınıflandırma aşamasında çıkarılan hedefler pozitif, negatif veya 

nötr olarak sınıflandırılır.  
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Bu çalışmanın 3 temel amacı vardır. Birincisi yeni ve farklı metotlar kullanılarak hedef terim 

belirleme aşamasının performansını artırmaktır. İkinci olarak literatürde kullanılan güncel 

yaklaşımlardan birisi olan sözlük tabanlı sınıflandırma yönteminden ve kural tabanlı 

yaklaşımdan yararlanarak bütüncül bir hedef temelli duygu analizi çalışması 

gerçekleştirmektir. Çalışmanın bir diğer hedefi ise Türkçe çalışmalar için kullanılabilecek 

bir veri seti oluşturmaktır.  

 

 



3 

2. LİTERATÜR TARAMASI / İLGİLİ ÇALIŞMALAR 

Duygu analizi insanların farklı markalar, bireyler ve gruplar hakkındaki düşüncelerini, 

tutumlarını ve duygularını çözmeye çalışan bir çalışma alanı olarak tanımlanmaktadır [1]. 

Bu bölümde sırasıyla duygu analizinin kullanım alanları, duygu analizi türleri ve sözcük tabanlı 

duygu sınıflandırma ile ilgili literatürde yer alan önemli çalışmalara yer verilmektedir.  

2.1. Duygu Analizi Kullanım Alanları 

Duygu analizi ile insanların belirli konular hakkında bilgi edinmelerinin kolaylaştırılması 

amaçlanmaktadır. İnsanlar bir ürünü veya hizmeti almadan önce diğer insanların o konu 

hakkındaki görüşlerini dikkate alarak tercihlerini gerçekleştirirler. Benzer şekilde şirketler 

ve kuruluşlar, müşteri yorumlarını analiz ederek iyi ve kötü taraflarını tespit ederler. Duygu 

analizi çalışmaları insanı ilgilendiren her alana uygulanabilir, bu nedenle bu alanda günlük 

hayatı ilgilendiren çok sayıda çalışma yapılmıştır.  

Liu ve arkadaşları, blog verilerinden satış performansının tahmin edilmesi için Sentiment-

PLSA isimli metodu önermişlerdir [2]. Pennacchiatti ve Popescu, Twitter kullanıcılarının 

davranış, çevre ve tweet gibi bilgilerinden yararlanarak kullanıcıların politik yönelim ve 

etnik kökenini tespit etmiştir [3]. Twitter üzerinden politik analiz yapan başka çalışmalar da 

mevcuttur [4, 5]. Bollen ve arkadaşları, tweetlerdeki ruh hali değişikliklerini ele alarak borsa 

tahmini yapmışlardır [6]. Şimşek ve Özdemir, Türkçe tweetler ile borsa endeksi arasındaki 

ilişkiyi araştırmışlardır [7]. Birjali ve arkadaşları, Twitter verisi kullanarak intihar düşüncesi 

kestirimi yapmıştır [8]. Baj-Rogowska, Facebook yorumlarını kullanarak Uber hakkında 

analiz yapmıştır [9]. Otel yorumları [10 - 12] ve film yorumları [13, 14] kullanılarak duygu 

analizi çalışmaları gerçekleştirilmiştir.   

2.2. Duygu Analizi Türleri 

2.2.1. Doküman seviyesi duygu analizi 

Bu analiz tipinde görüş içeren doküman seti D olmak üzere, her dokümanın d ∈ D' nin 

olumlu veya olumsuz bir görüş ifade edip etmediğini belirlenir [15]. Bu kısımda doküman 

seviyesi duygu analizinde yapılmış bazı çalışmalar incelenmiştir. 
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Turney [16] çalışmasında, yorumları tavsiye edilebilir veya edilemez olmak üzere 

sınıflandırmak için basit denetimsiz öğrenme algoritmasından bahsetmiştir. Yorumların 

sınıflandırılması, yorumlardaki sıfat veya zarf içeren sözcük öbeklerinin ortalama anlamsal 

yönelim değeri kullanılarak gerçekleştirilmiştir. Sözcük öbeklerinin bulunması için çeşitli 

kurallardan yararlanılmıştır. Sözcük öbeğinin iyi yönde çağrışım yapması durumunda pozitif 

anlamsal yönelime sahip olduğu, kötü yönde çağrışım yapması durumunda ise negatif 

anlamsal yönelime sahip olduğu belirtilmiştir. Çalışmada, sözcük öbeğinin anlamsal 

yönelimi, verilen sözcük öbeği ile “excellent” kelimesi arasındaki PMI değerinden, sözcük 

öbeği ile “poor” kelimesi arasındaki PMI değerinin çıkarılması sonucu hesaplanmıştır. 

Sözcük öbeklerinin anlamsal yönelim değerlerinin toplamının 0’dan büyük olup olmamasına 

göre doküman tavsiye edilebilir veya edilemez olarak sınıflandırılmıştır. Bu algoritma ile 

otomobil, banka, film ve seyahat destinasyonlarına ait 4 farklı veri setinde %74’lük bir 

doğruluk oranı elde edilmiştir. Otomobil, banka, film ve seyahat destinasyonlarında sırasıyla 

%84, %80, %65,83 ve %70,53 oranlarında doğruluk elde edilmiştir.  

Skuza ve Romanowski [17], Twitter verilerinden gelecekteki hisse senedi fiyatlarını farklı 

zaman aralıklarına (bir saat, yarım saat, 15 dakika ve 5 dakika) göre tahmin etmek için NB 

algoritmasının map-reduce versiyoanundan yararlanan bir sistem tasarlamışlardır. İnsan 

değerlendirmesi sonucu etiketlenen veri seti kullanılarak tweet’lerin öznelliği ve tweet’lerin 

pozitiflik veya negatiflik durumunun belirlenmesi için iki sınıflandırıcı oluşturulmuştur. 

Hisse fiyatlarını tahmin edebilmek için sınıflandırma sonuçları geçmiş fiyatların lineer 

regresyonu ile birleştirilmiştir. En başarılı sonuç 5 dakikalık tahminlerde elde edilmiştir. 

Mandal ve Gupta [18], duygu polaritesini hesaplamak için diğer sözlük tabanlı 

yaklaşımlardan farklı olarak kendi sözlüklerini oluşturmak için çeşitli web sitelerinden elde 

edilen veri setlerindeki kelimeleri öncelikle pozitif ve negatif olarak gruplandırmışlardır. 

Ardından bu iki gruptaki kelimeleri de pozitiflik, üstünlük ve en üstünlük dereceleri olmak 

üzere üç gruba daha ayırarak bunları veri tabanı tablosu haline getirmişlerdir. Her bir tabloya 

ait kelime için önceden belirlenmiş skorlar atanmıştır. Metnin anlamsal yönelim değeri 

hesaplanırken bu sözlük kullanılmıştır. Sözlük tabanlı yaklaşım NB ve SVM ile 

kıyaslanmıştır. NB ile %99, SVM ile %96 doğruluk oranı elde edilirken geliştirilen 

yöntemde %81 başarı elde edilmiştir.  
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Oğul ve Ercan [11], çalışmalarında otel yorumları içeren Türkçe veri kümesi oluşturup, 

MNB, RF, SVM ve sözlük tabanlı SentiTFIDF yöntemlerini kullanarak duygu analizini 

gerçekleştirip, performans karşılaştırması yapmışlardır. Random Forest (RF), %82 

duyarlılık ile en başarılı yöntem olarak belirtilmiştir. 

Çoban ve arkadaşları [19], Twitter’dan elde ettikleri Türkçe veri setini önceden belirledikleri 

his simgelerini kullanarak pozitif veya negatif olarak etiketlemişlerdir. Ön işleme 

adımlarından sonra Bag of Words (BoW) ve n-gram modellerini kullanılarak öznitelikler 

çıkarılmıştır. Çıkarılan özniteliklerin ağırlıklandırılması için Term Frequency (TF), Boolean 

ve Term Frequency – Inverse Document Frequency (TF-IDF) yöntemleri kullanılmış olup, 

CfsSubset algoritması ile öznitelik seçme işlemi gerçekleştirilmiştir. Sınıflandırma işlemi 

için ise NB ve MNB, SVM, k-NN kullanılmış ve elde edilen sonuçlar karşılaştırılmıştır. En 

başarılı sonucu BoW modelinde %62,48, n-gram modelinde ise %66,06 doğru sınıflandırma 

yüzdesi ile MNB vermiştir. 

Çoban ve Özyer [20], daha önceki çalışmalarından [19] elde ettikleri Twitter veri setini 

Latent Dirichlet Allocation (LDA) temelli topik model uygulayarak etiketlemişlerdir. Ön 

işleme adımından sonra kelime torbası ve n-gram model kullanılarak öznitelik vektörü 

oluşturulmuş, öznitelikler ANTF kullanılarak ağırlıklandırılmıştır. SVM, k-NN, NB, MNB, 

ME algoritmaları ile sınıflandırma işlemi gerçekleştirilip elde edilen sonuçlar kıyaslanmıştır. 

BoW için en başarılı yöntem %92,50 doğru sınıflandırma başarısı ile MNB olmuştur. 

Bigram için %90,89 ile en başarılısı SVM olurken, trigram için %91,51 ve four-gram için 

%91,30 ile en başarılısı ME olmuştur. His simgeleri kullandıkları çalışmalarına [19] göre 

analiz başarısını yaklaşık %26 artırmışlardır. 

Vural ve arkadaşları [21], film yorumlarını pozitif ve negatif olarak sınıflandırmak için 

sözlük tabanlı denetimsiz bir duygu analizi çerçevesi sunmuşlardır. Çalışmada kullanılan 

sözlük, SentiStrength kütüphanesinin Türkçeleştirilmesi sonucu oluşturulmuştur. Önerilen 

yaklaşım [22] tarafından oluşturulmuş veri seti üzerinde sınanmıştır ve %76 oranında 

doğruluk elde edilmiştir. 
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2.2.2. Cümle seviyesi duygu analizi 

Bu analiz tipindeki doküman içindeki her bir cümlenin anlamsal yönelimi bulunur. Cümleler 

kısa dokümanlar olduğu için bu analiz tipi ile doküman seviyesi arasında temel yöntemsel 

bir farklılık bulunmaz [1].  Cümle seviyesi duygu analizi öznellik sınıflandırma ve cümle 

duygu sınıflandırma aşaması olmak üzere ikiye ayrılmaktadır [15]. Öznellik sınıflandırma 

aşamasında verilen cümlenin öznel veya nesnel olup olmadığına karar verilirken duygu 

sınıflandırma aşamasında öznel cümlelerin pozitif veya negatif görüş ifade edip etmediğine 

karar verilir. 

Yu ve Hatzivassiloglou [23], cümlelerin öznellik sınıflandırması ve cümlelerin 

yönelimlerine karar vermek için bir çalışma yapmıştır. Öznellik sınıflandırması için NB, 

çoklu NB ve cümle benzerliklerinden yararlanmıştır. NB sınıflandırıcı kullanılarak öznellik 

sınıflandırılması yapıldığında yüksek duyarlılık ve kesinlik (%80-%90) değerleri elde 

edilmiştir. Tanımlanan her bir öznel cümlenin duygu sınıflandırmasını yapmak için log-

olabilirlik oranı kullanılmıştır.  

Barbosa ve Feng [24], SVM metodundan yaralanarak Tweet'lere öznellik sınıflandırması 

yapan ve öznel tweet'leri de pozitif veya negatif olarak ayıran 2 adımlı bir metot önermiştir. 

Bu aşamalarda Twitter’a ait özellikler olan re-tweet, hashtag ve emojiler kullanılmıştır. 

Öznellik sınıflandırmasında %18,1 oranında hata yapılırken, polarite sınıflandırmada %18,7 

oranında hata yapılmıştır. 

Davidov ve arkadaşları [25], her biri basit cümle olan tweetlerde  k-NN benzeri bir denetimli 

öğrenme yaklaşımı ile duygu sınıflandırması yaparak %86 oranında f-skor değeri elde 

etmiştir. Sınıflandırmada hashtag’ler, gülen suratlar, noktalama işaretleri ve sık geçen 

örüntüler kullanılmıştır.  

Khan ve arkadaşları [26], yorumlar içindeki cümleleri öznel veya nesnel olarak 

sınıflandırmak için kural tabanlı alan bağımsız bir yöntem önermiştir. Her bir öznel 

cümlenin polaritesi SentiWordNet kullanılarak hesaplanmıştır ve %86,6 oranından başarı 

elde edilmiştir.  
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2.2.3. Hedef temelli duygu analizi 

Doküman ve cümle seviyesi duygu analizleri insanların neleri beğendiklerini ve 

beğenmediklerini tam olarak ortaya çıkaramaz [1]. Hedef temelli duygu analizi ile daha 

detaylı sonuçlar elde edilebilmektedir. Örneğin, “Restoranın manzarası ve yemekleri güzel 

fakat ulaşımı zor” cümlesinde “manzara” ve “yemek” açısından olumlu bir görüş ifade 

edilirken, “ulaşım” için negatif görüş belirtilmiştir.  

Hu ve Liu [27] çalışmalarında, online ortamda satılan ürünler ile ilgili yorumlardan nitelik 

tabanlı özet oluşturma problemini ele almışlardır. Ürünlerin aday niteliklerini belirlemek 

için birliktelik kural madenciliği yöntemini kullanmışlardır ve gereksiz nitelikler elendikten 

sonra kalan nitelikler sık geçen nitelikler olarak dikkate alınmıştır. Sık geçen nitelikler 

yardımıyla duygu ifade içeren kelimeler çıkarılmıştır. Bu kelimeler ve önceden belirli bir 

kök liste yardımıyla duygu ifade eden kelimelerin listesi oluşturulmuştur. Bu kelimelerin zıt 

ve eş anlamlı kelimeleri de bu listeye eklenmiştir, listedeki kelimelerin anlamsal yönelimleri 

WordNet yardımıyla bulunmuştur. Birliktelik kural madenciliği ile bulunamayan nitelikler 

ise duygu ifade eden kelimelere yakın olan isimler bulunarak elde edilmiştir. Sonrasında, 

her bir görüş cümlesinin anlamsal yönelimi bulunarak nitelik bazında özet üretilmiştir. 

Önerilen yöntem 5 farklı elektronik ürüne ait yorumlar kullanılarak test edilmiştir. Nitelik 

belirleme aşamasında ortalama %72 oranında kesinlik ve %80 oranında duyarlılık elde 

edilmiştir. 

Siqueira ve Barros [28], domain bağımsız nitelik çıkarımı için WhatMatter sistemini 

sunmuştur. Bu sistemde nitelik çıkarımı sık geçen isimlerin bulunması, ilgili isimlerin 

bulunması, nitelik belirteçlerinin eşleştirilmesi ve alakasız isimlerin silinmesi aşamalarından 

oluşmaktadır. Birinci aşamada metin içindeki isimler bulunur ve belirlenen eşik değerinin 

üzerindeki isimler sık geçen isimler olarak adlandırılır ve aday nitelikler olarak adlandırılır. 

İkinci aşamada aday niteliklerin yanındaki sıfatlar bulunur ve bu sıfatlara yakın olan isimler 

de aday niteliklere eklenir. Üçüncü aşamada imalı nitelikleri bulmak için alan bağımlı ve 

önceden tanımlanmış “fiyat-pahalı”, “fiyat-ucuz” gibi 20 adet nitelik-görüş çifti 

kullanılmıştır. Son aşamada alakasız isimlerin silinmesi için PMI tekniğinden 

yararlanılmıştır. Bu 4 aşama sırasıyla uygulandığında %77,24 oranında kesinlik, %90,94 

oranında duyarlılık ve %83,54 oranında f-skor değeri elde edilmiştir. 



8 

 

Fei ve arkadaşları [29], imalı nitelik problemini çözmek için sözlük tabanlı bir yaklaşım 

önermiştir. Problem eş anlamlı, zıt anlamlı, alt anlamlı ve üst anlamlı kelimeleri dikkate alan 

kolektif sınıflandırma problemi olarak ele almıştır. İmalı nitelikleri sıfatlar aracılığı ile 

belirlemeyi amaçlamışlardır. Bunun için İngilizce sözlükler kullanılmıştır. Hui ve Liu’nun 

[27] oluşturduğu sıfat listesinden yola çıkılarak bu sıfatların İngilizce sözlüklerdeki örnek 

cümleleri bulunmuş ve POS etiketleyici yardımı ile her bir sıfat için bu sıfatın tanımlarında 

geçen isimler çıkarılarak aday nitelikler olarak adlandırılmıştır. Kolektif sınıflandırma 

kullanılarak her bir sıfat için ilgili olan ve olmayan nitelikler bulunmuştur. Test sonuçları 

neticesinde %76,3 oranında kesinlik, %77,3 değerinde duyarlılık ve %76,8 değerinde f-skor 

elde edilmiştir. 

Qiu ve arkadaşları [30], düşünce sözlüğünü genişletme ve düşünce hedefi çıkarımı 

problemlerini ele almışlardır. Başlangıç sözlüğü olarak Hu ve Liu [27] tarafından oluşturulan 

sözlük kullanılmıştır. Görüş bildiren kelimeler ile hedefler arasındaki bazı söz dizimsel 

ilişkiler bağımlılık ayrıştırıcı yardımıyla bulunup, bu ilişkilerden başlangıçtaki düşünce 

sözlüğünü genişletmek ve yeni düşünce hedefleri çıkarmak için yararlanılmıştır.  Çift 

yayılım yaklaşımı ile başlangıçtaki düşünce sözlüğü kullanılarak diğer yeni görüş kelimeleri 

ve hedefleri bulunmuştur. Bu döngü yeni hedef ve görüş kelimeleri bulunamayana kadar 

devam etmektedir.  Oluşturulan sözlükteki kelimelerin yönelimi kural tabanlı yaklaşım ile 

hesaplanmıştır. Önerilen yöntemle %88 kesinlik, %83 duyarlılık, %86 f-skor elde edilmiştir. 

Yauris ve Khodra [31], çalışmalarında oyun yorumlarından hedef temelli özetlemeyi 

amaçlamışlardır. Hedef ve görüş çiftlerini çıkarmak, hedefleri kategorize etmek ve bunları 

özetlemek için Qui ve arkadaşlarının [30] geliştirdiği çift yayılım yaklaşımından 

yararlanmışlardır ve %51,36 oranında f-skor elde etmişlerdir.   

Bhoir ve Kolte [13], çalışmalarında filmlerin beğenilen veya beğenilmeyen özelliklerinin 

kolayca bulunabilmesi için film yorumlarını hedef seviyesinde özetlemeyi amaçlamışlardır. 

Önerilen sistemin öznellik analizini gerçekleştirmek için NB ve SentiWordNet’ten 

yararlanılmıştır. Öznellik analizi gerçekleştirildikten sonra kural tabanlı yaklaşım ile nitelik 

görüş çiftleri bulunmuş ve bu çiftler kullanılarak hedef temelli duygu analizi 

gerçekleştirilmiştir. Skorlama için SentiWordNet’ten ve kendi oluşturdukları pozitif ve 

negatif kelimeleri içeren sözlükten yararlanılmıştır. Çalışmanın sonunda öznellik analizinde 

kullandıkları yöntemleri karşılaştırmışlardır. NB ile %75 oranında f-skor elde edilirken 
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SentiWordNet ile %53,33 oranında f-skor elde edilmiştir. 5 farklı filme ait veri seti üzerinde 

nitelik görüş çifti elde etmede en düşük %62,23, en yüksek ise %75,38 f-skor değerleri elde 

edilmiştir. 

Liu ve arkadaşları [32], hedef nitelik çıkarımı için otomatik kural seçme yöntemini 

önermişlerdir. Bu yöntem, görüş kelimeleri ve hedefler arasındaki dilbilgisi kuralarından 

yararlanılarak denetimsiz ve alan bağımsız çalışabilecek şekilde geliştirilmiştir. Deney 

sonuçları önerilen yöntemin hem tüm kural setinden hem de Conditional Random Field 

(CRF) tabanlı yöntemden daha iyi sonuç elde ettiğini göstermiştir.  

Kama ve arkadaşları [33], Türkçe metinlerde hedef temelli duygu analizi için alan bağımsız 

ve denetimsiz nitelik çıkarma metodu önermiştir. Bu metot ile arama motoru kullanarak 

sıklık tabanlı nitelik çıkarımının performansını artırmak amaçlanmıştır. İlk olarak metindeki 

isim ve isim grupları bulunur, belirli bir değeri geçenler bir listeye alınır. Bu listedeki her 

bir eleman ve ilgili alan için Web üzerinde Yandex.XML Application Programming Interface 

(API) kullanılarak sorgulama yapılır ve eşik değerini geçen elamanlar önerilen nitelikler 

olarak adlandırılır. Web üzerinde sık geçmeyen isim ve isim grupları için her bir gruptaki 

kelimelerden biri nitelik listesinde varsa nitelik listesine eklenir ve hedef çıkarımı 

tamamlanır. %59,24 oranında kesinlik, %84,90 oranında duyarlılık ve %69,79 oranından f-

skor elde edilmiştir.  

Kama ve arkadaşları, diğer çalışmalarında [34] imalı nitelikleri ve polaritesi hedefe bağlı 

olan görüş kelimelerini sürece dahil ederek hedef görüş eşleştirmesinin performansını 

artırmışlardır. Yalnızca imalı olmayan nitelikler kullanılarak yapılan eşleştirme işleminde 

%84,95 oranında f-skor elde edilirken, imalı nitelikler de sürece dahil edildiğinde %85,36 

oranında f-skor elde edilmiştir. Son adımda polaritesi hedef terime göre değişen ifadeler de 

bu sürece eklendiğinde f-skor değeri %86,75’e yükselmiştir. 

Ekinci ve arkadaşları [35], çalışmalarında n-gram model, sonlu durum makinesi ve PMI 

kullanarak Türkçe kullanıcı yorumlarından çok kelimeli hedefleri çıkarmayı 

amaçlamışlardır. N-gram model ile aday hedefler bulunduktan sonra frekans değeri 3’ün 

altında kalanlar aday hedeflerden çıkarılmıştır. Türkçe dil bilgisi kuralları kullanılarak 

oluşturulan sonlu durum makinesi ve PMI ölçütü kullanılarak eliminasyon işlemi 
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sürdürülmüş ve çok kelimeli hedefler elde edilmiştir. Cep telefonlarına ait veri setinde %82, 

otel ait veri setinde ise %79 kesinlik değeri elde edilmiştir.  

2.3. Sözcük Tabanlı Duygu Sınıflandırma 

Sözcük tabanlı yaklaşım, bilinen ve önceden derlenmiş referans duygu terimlerinin bir 

koleksiyonu olan duygu sözlüğüne dayanır. Görüş ifade eden kelimeler duygu sınıflandırma 

görevinde kullanılmaktadır. Pozitif duygu kelimeleri istenen durumları ifade ederken, 

negatif duygu kelimeleri istenilmeyen durumları ifade eder. Bunlar aynı zamanda sözcük 

öbekleri ve deyimler şeklinde olabilir. Bu kelime listeleri manuel, derlem tabanlı ve sözlük 

tabanlı yaklaşımlar kullanılarak oluşturulabilir. İnsan gücü ile yani manuel olarak bu listeleri 

oluşturmak zaman alıcı bir teknik olup tek başına kullanılmaz. Diğer iki yöntem aracılığıyla 

otomatik olarak oluşturulan listelerdeki hataları gidermek için kullanılır [36]. Bu kısımda 

sözlük ve derlem tabanlı yaklaşımlar detaylandırılmıştır. 

2.3.1. Sözlük tabanlı yaklaşım 

Bu yaklaşımda polaritesi bilinen duygu kelimeleri ile bir kök liste oluşturulur. Sözlükler 

kullanılarak bu listedeki her bir kelimenin eş anlamlı ve zıt anlamlı karşılıkları bulunur. 

Bulunan kelimeler kök listeye aktarılır. Bu işlem, döngüsel biçimde yeni kelime 

bulunmayıncaya kadar devam eder, sonrasında hatalar düzeltilir ya da silinir [36]. 

Wordnet [37], İngilizce isim, fiil, sıfat ve zarfları ve bunların eş anlamlı kelimelerini içeren 

elektronik veri setidir. SentiWordNet [38], duygu analizi için kullanılan sözcüksel bir 

kaynaktır. WordNet'in her bir anlamdaş kümesi için pozitif, negatif ve nötr puanı 

tanımlanmıştır.  

Thelwall ve arkadaşları [39], görüş ifade eden kelimeleri, görüş kelimelerinin anlamını 

artıran veya azaltan kelimeleri, olumsuzluk eklerini, emojileri ve deyimleri kullanarak 

SentiStrength duygu sözlüğünü oluşturmuştur.  

Bilgin ve arkadaşları [40], Balkanet projesi kapsamında WordNet’teki eş anlamlı kümeleri 

çevirerek Turkish WordNet’i geliştirmiştir. Dehkharghani ve arkadaşları [41], Turkish 

WordNet'te bulunan her eş anlamlı kümeye üç kutup skoru atayarak, literatürdeki ilk Türkçe 

kutupluluk kaynağı olan SentiTurkNet’i oluşturmuştur.  
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Ucan ve arkadaşları [42], İngilizce kaynaklar kullanarak yeni diller için kısa zamanda duygu 

sözlüğü inşa etmek amacıyla otomatik çeviriye dayanan bir yaklaşım önermiştir. 

Çalışmalarının sonunda Türkçe için 3 farklı sözlük elde etmişlerdir. Oluşturulan sözlüklerle 

cümle seviyesi sınıflandırma yapıldığında önerilen TSDp yöntemiyle elde edilen sözlükle 

en iyi sonucu almışlardır, film veri seti için %70,35, otel veri için %80,68 başarı elde 

etmişlerdir. 

2.3.2. Derlem tabanlı yaklaşım 

Bu yaklaşım ile derlem içindeki söz dizimsel kalıplar kullanılarak belirli bir alandaki duygu 

kelimelerini bulma probleminin ortadan kaldırılması amaçlanır.  

Ding ve arkadaşları [43], cümle içindeki ve cümleler arasındaki bağlaçları kullanan kural 

tabanlı bir yaklaşım ile hedef – görüş kelimeleri arasındaki ilişkileri dikkate alarak duygu 

sözlüğü oluşturmuştur. Bu yaklaşım ile görüş ifade eden kelimenin farklı hedef terimler ile 

olan anlamsal yönelimi hesaba katılmıştır. 

Parkhe ve Biswas [14], çalışmalarında film yorumlarından duygu analizi gerçekleştirmek 

için türe (aksiyon, komedi, drama, suç ve korku) özel sözlük oluşturmuşlardır. Bunun için 

günlük hayatta sık kullanılan 500 sıfat içeren liste oluşturulmuştur. Her bir tür ile bu 500 

kelimelik listede bulunan her bir sıfat arasındaki PMI değeri hesaplanmıştır. Değerler -1 ile 

1 arasında normalize edilmiştir. Metinden elde edilen sıfatların skorları bu sözlük 

kullanılarak bulunmuş ve sözlükte olmayan sıfatların skorları ise SentiWordNet’ten elde 

edilmiştir.  

Han ve arkadaşları [44], etiketlenmemiş veri seti kullanarak alana özgü duygu sözlüğü 

oluşturmuşlardır. SentiWordNet temelli duygu sınıflandırıcı ile yorumlar pozitif veya 

negatif olarak sınıflandırıldıktan her bir yorumdaki isim, sıfat, zarf ve fiil olan terimler 

bulunur ve sözlükte yoksa sözlüğe eklenir. Bulunan terimlerin pozitif ve negatif yorumda 

geçme sayıları hesaplandıktan sonra MI kullanılarak bu terimlerin pozitiflik ve negatiflik 

skorları belirlenmiştir. 

Feng ve arkadaşları [45], alan bazlı duygu sözlüğü oluşturmak için mobil alışveriş 

yorumlarını kullanarak duygu kelimeleri ve ürün nitelikleri arasındaki ilişkiyi dikkate alan 
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otomatik bir yaklaşım önermiştir. Öncelikle duygu kelimeleri ile ürün nitelikleri arasındaki 

ilişki PMI algoritması ile elde edilir. Sonrasında duygu kelimelerinin mutluluk, üzüntü, 

korku, sürpriz, öfke ve kıskançlık kategorilerinden hangilerine ait olduğu bulunmuştur. 

Yapılan incelemeler sonucunda Türkçe için gerçekleştirilen duygu analizi çalışmalarının 

mevcut olduğu gözlemlenmiştir. Bu çalışmaların çoğunda [11, 19 - 22] doküman temelli 

duygu analizi üzerine odaklanıldığı dikkat çekmiştir. Son zamanlarda ise hedef temelli 

duygu analizi çalışmaları gerçekleştirilmiştir [33 - 35] fakat sayıca az miktardadır. Bununla 

birlikte hedef temelli çalışmalarda kullanılabilecek veri seti eksikliği de gözlemlenmiştir. 

Gerçekleştirilen bu çalışmada bahsedilen bu eksikliklerin giderilmesi amaçlanmıştır. Ayrıca 

bu çalışma C-value yaklaşımını kullanan Türkçe dili için yapılmış bilinen ilk çalışma olma 

özelliğine sahiptir. 
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3. BİLİMSEL ARKA PLAN 

Bu bölümde, çalışma kapsamında temel alınan metotlar hakkında bilgi verilmektedir.  

3.1. Latent Dirichlet Allocation (LDA) 

LDA, üç seviyeli bir hiyerarşik Bayes modeli olan ayrık verilerin toplanması için üretici bir 

olasılıksal modeldir. LDA, dokümanların gizli konular üzerinde rastgele karışımlar olarak 

temsil edilirken her bir konunun kelimeler üzerine dağılımı ile karakterize edilmesine 

dayanır [46]. 

LDA kelime olasılıklarına göre konuları temsil eder. Her konudaki en yüksek olasılığa sahip 

kelimeler konunun ne anlama gelebileceği hakkında iyi bir fikir verir [47]. Bir derlemi 

modellemek için denetlenmemiş bir üretici olasılık yöntemi olan LDA, en sık kullanılan 

konu modelleme yöntemidir. LDA, her belgenin gizli konular üzerinde olasılıklı bir dağılım 

olarak temsil edilebileceğini ve tüm belgelerdeki konu dağıtımının ortak bir Dirichlet’i 

paylaştığını varsayar. LDA modelindeki her bir gizli konu, aynı zamanda kelimeler üzerinde 

olasılıksal bir dağılım olarak temsil edilir ve konuların kelime dağılımları da ortak bir 

Dirichlet'i paylaşır [47].   

M doküman sayısını, N her bir dokümandaki kelime sayısını, k konu sayısını, z konuyu, w 

ise kelimeyi ifade etmektedir. Bir doküman N adet kelime dizisi olarak tanımlanır ve d = 

(w1, w2, …, wN) olarak ifade edilir. Derlem ise M adet doküman topluluğundan oluşur ve C= 

{d1, d2, …, dM} olarak ifade edilir. Şekil 3.1.’de LDA plaka notasyonu ile ifade edilmiştir. 

Bu notasyonda numaralandırılmış plakalar tekrarlı döngüleri temsil etmektedir. 1 numaralı 

plaka dokümanları, 2 numaralı plaka bir doküman içindeki tekrarlanan konu ve kelimelerin 

seçimini temsil eder. 

 α parametresi kullanılarak her bir doküman için çok terimli θd dağılımı seçilir, 

 β parametresi kullanılarak her bir konu için çok terimli Φz dağılımı seçilir, 

 Her bir doküman içindeki kelimeler için: 

 Çok terimli θd dağılımı kullanılarak konu (zdn) seçilir, 

 Çok terimli Φzdn dağılımı kullanılarak kelimeler (wdn) seçilir. 
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Şekil 3.1. LDA’nın grafiksel model gösterimi 

Derlemin olasılığı Eş. 3.1’de verilen formül ile hesaplanır. 

𝑝(𝐷|𝛼, 𝛽) = ∏  ∫ 𝑝(𝜃𝑑|𝛼)𝑀
𝑑=1 (∏ ∑ 𝑝(𝑧𝑑𝑛|𝜃𝑑)𝑍𝑑𝑛

𝑁𝑑
𝑛=1 𝑝(𝑤𝑑𝑛|𝑧𝑑𝑛, 𝛽))𝑑𝜃𝑑                       (3.1) 

α ve β parametreleri derlem seviyesinde parametrelerdir, derlem oluşturma süresince bir kez 

örneklendikleri varsayılmaktadır. θd doküman seviyesinde değişkendir, her doküman için 

örneklenir. zdn ve wdn ise kelime seviyesi değişkenlerdir ve her bir dokümandaki her bir 

kelime için örneklenir. 

LDA veya LDA’yı temel alan yöntemlerin hedef temelli duygu analizin hedef terim çıkarma 

aşamasında kullanıldığı çalışmalar mevcuttur [48 - 54]. Titov ve McDonald [48], LDA gibi 

konu modellerinin ilgili hedefler yerine verilerdeki genel konuları ele alma eğiliminde 

oldukları için hedefleri tespit etme görevine uygun olmadığını belirtmiştir ve bu sorunu 

çözmek için (MG-LDA) modelini önermişlerdir. Brody ve Elhadad [49], LDA yöntemini 

kullanarak hedef terimleri belirledikten sonra hedefe ait görüşleri bulmak için sıfatlardan 

yararlanmıştır. Zhao ve arkadaşları [50], hedef terimleri ve hedef terime özel duygu 

kelimelerini keşfetmek için söz dizimsel özelliklerden yararlanan ME ve LDA’yı temel alan 

MaxEnt-LDA hibrid modelini önermiştir. Bagheri ve arkadaşları [51], yorumlardaki 

hedefleri saptamak için LDA’nın genişletilmiş hali olan ADM-LDA isimli modeli 

önermiştir. Bu model LDA’nın aksine dokümanları BoW olarak temsil etmez. ADM-LDA, 
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bir belgedeki sözcüklerin bir Markov zincirindeki konularının ve daha sonraki kelimelerin 

aynı konuya sahip olma ihtimalinin daha yüksek olduğunu varsaymaktadır. Poria ve 

arkadaşları [52], LDA’daki söz dizimsel yaklaşım yerine anlamsal yaklaşımı kullanan 

Sentic-LDA’yı önermiştir. Shams ve Baraani-Dastjerdi [53], hedef çıkarma için önceki alan 

bilgisinin LDA konu modeline dahil edilmesine dayanan bir yöntem önermiştir. Önerilen 

yöntemde, LDA konu modeli kelimelerin birlikte oluşması ile birleştirilmiştir. Bu şekilde, 

her bir döngüde eş-oluşumuna dayanan yinelemeli bir algoritmada, benzer yönlerden önceki 

bilgiler çıkarılır ve bu bilgi, bilgi çifti setlerinde LDA modeline eklenir. Ekinci ve Omurca 

[54], Türkçe yorumlardan hedef – görüş çiftlerini çıkarmak için LDA kullanmıştır. Çok 

kelimeli terimleri de bu sürece dahil etmek için Babelfy1 kullanılmıştır.  

Bu çalışma kapsamında LDA konu modelleme yöntemi hedef terim çıkarma aşamasında 

kullanılmıştır.  

3.2. Pointwise Mutual Information (PMI) 

İki terim arasındaki istatistiksel bağımlılık derecesini ölçmek için kullanılır [55]. Eş. 3.2’de 

verilen formül ile hesaplanır. 

𝑃𝑀𝐼(𝑤𝑜𝑟𝑑1, 𝑤𝑜𝑟𝑑2) = log2
𝑃(𝑤𝑜𝑟𝑑1,𝑤𝑜𝑟𝑑2)

𝑃(𝑤𝑜𝑟𝑑1)𝑃(𝑤𝑜𝑟𝑑2)
                                                                        (3.2)                                                             

P(word1, word2) word1 ve word2 beraber bulunma olasılığını ifade ederken, 

P(word1)P(word2) iki terimin istatistiksel olarak bağımsız olduğunda beraber bulunma 

olasılığını ifade eder. 

Turney, PMI skorunu hesaplamak Eş. 3.3 ve Eş. 3.4 kullanmıştır [16]. 

P(word) ≡ hits(word)                      (3.3) 

P(word1, word2) ≡ hits(near(word1, word2))              (3.4) 

                                                 
1 http://babelfy.org/ 

http://babelfy.org/
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hits(X) fonksiyonu verilen X kelimesinin geçme sayısını,   near(Y, Z) ise Y ile başlayıp Z ile 

biten, aralarında belirli sayıda kelime olan kelime gruplarını ifade eder. 

PMI tekniği hedef terimlerin kategorilerin belirlenmesi aşamasında kullanılmaktadır. 

3.3. WSBFE 

Kama ve arkadaşları, Türkçe metinlerde hedef temelli duygu analizi için alan bağımsız bir 

yöntem önermişlerdir [33]. Bu yöntemle, arama motoru kullanılarak frekans bazlı nitelik 

çıkarımının performansının artırılması amaçlanmıştır. Bu yöntem üç aşamadan 

oluşmaktadır. 

Aşama 1 

 Metindeki isim ve isim grupları bulunur ve belirli bir eşik değerinin üzerinde olanlar aday 

nitelikler listesine eklenir. 

 Listedeki her bir eleman için arama sorgusu oluşturulur ve Yandex arama motorunun 

API’si kullanılarak her bir sorgunun geçme sayısı bulunur ve depolanır. 

Aşama 2 

 Arama motorundan dönen sonuçlara göre isim ve isim grupları sıralanır ve eşik değerinin 

üzerinde olanlar hedef terim olarak kabul edilir. 

Aşama 3 

 Hedef terim listesine dahil olmayan isim grupları tespit edilir. Her bir isim grubunda 

bulunan kelimelerden en azından biri hedef terim listesindeyse ilgili isim grubu da hedef 

terim listesine eklenir. 

Bu yöntem ile bulunan isim grupları LDA modeline girdi olarak verilen veri setini 

güncellemek için kullanılır. LDA’nın bulduğu hedef terimlerin geçerlemesi bu yöntemle 

yapılmaktadır. 

3.4. C-value 

C-value, dilbilimsel ve istatistiksel bilgileri birleştirerek iç içe geçmiş terim çıkarma işlemini 

geliştirmeyi amaçlayan çok kelimeli hedef terim tanıma için kullanılan alan bağımsız bir 
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metottur [56]. Bu metot, çeşitli filtreleme kurallarından yararlanarak veri setinden aday çok 

kelimeli terimlerin çıkartılmasını amaçlar.  

𝐶 − 𝑣𝑎𝑙𝑢𝑒

= {

log2|𝑎|. 𝑓(𝑎) , 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑑𝑒ğ𝑖𝑙 𝑖𝑠𝑒

log2|𝑎|. (𝑓(𝑎) −  
1

𝑃(𝑇𝑎)
  ∑ 𝑓(𝑏))

𝑏 ∈𝑇𝑎

, 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑖𝑠𝑒             (3.5) 

Eş. 3.5’te a aday ifadeyi, |a| a ifadesindeki kelime sayısını, f(a) a’nın veri setindeki 

frekansını, Ta, a ifadesini içeren daha uzun kelime sayısına sahip aday ifadeleri, P(Ta) farklı 

Ta sayısını,  ∑ 𝑓(𝑏)𝑏 ∈𝑇𝑎
 a’nın geçtiği daha uzun kelime sayısına sahip aday ifadelerin toplam 

frekansını ifade etmektedir. 

C-value dil bilimsel ve istatistiksel kısımlardan oluşur. Birinci kısım etiketleme, dil bilimsel 

filtreleme ve durak kelimelerden (stopwords) arındırma aşamalarını içerir. Etiketleme 

aşamasında derlemdeki her bir kelime isim, sıfat, zarf, fiil vb. olmak üzere etiketlenir. 

Dilbilimsel filtreleme ile istenmeyen ifadelerin bulunmasının önüne geçilmektedir. Bulunan 

çok kelimeli terimler içindeki herhangi bir kelime bile durak kelime listesi içinde 

bulunuyorsa kesinlik değerinin artırılması amacıyla o terim silinir. İkinci kısımda ise her bir 

aday terimin C-value değerini hesaplanır ve terimler bu değere göre sıralanır. C-value değeri 

belirli eşik değerinin üzerinde olanlar hedef terim olarak kabul edilir. C-value hesaplanırken 

aday terimin frekansı, aday terimin daha uzun terimlerin içerisinde bulunma sıklığı, aday 

kelimeyi içeren daha uzun aday terimlerin sayısı, aday terimdeki kelime sayısı özellikleri 

dikkate alınır. 

 

C-value orijinal olarak İngilizce yazılmış dokümanlardaki çok kelimeli terimleri bulmak için 

önerilmiş bir yaklaşımdır. Barrón ve arkadaşları İspanyolca için otomatik terim çıkarımı için 

C-value metodundan yararlanan bir yaklaşım önermiştir [57]. Çalışmalarında, çok kelimeli 

terimleri keşfedebilmek için orijinal C-value hesaplanmasına yenilik getirmişlerdir. C-value 

yönteminin tek kelimeli terimleri bulamama kısıtını ortadan kaldırmak için c = i + log2|a| 

eşitliği kullanılmıştır (Bknz. Eş. 3.6). Başlangıçta, formül sonucundaki değişimi minimize 

etmek için i değeri olarak 0,1 seçilmiştir. Deneyler sonucunda i = 1 değerinde en iyi sonucu 

verdiği gözlemlenmiştir. Orijinal metotta aday terimdeki herhangi bir kelime durak kelime 

listesinde bulununca o aday terim silinmektedir. Bu çalışmada ise aday terim yerine durak 
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kelime listesinde bulunan kelimenin silinmesi (selective stopwords deletion) yaklaşımı 

benimsenmiştir. Benzer hedef terimlerin bulunmasının önüne geçmek için derlemdeki 

kelimelerin çekim ekleri kaldırılmıştır. Bilgi kaybının az olması adına herhangi bir eşik 

değeri kullanılmamıştır. 

𝐶 − 𝑣𝑎𝑙𝑢𝑒

= {

𝑐 𝑥 𝑓(𝑎), 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑑𝑒ğ𝑖𝑙 𝑖𝑠𝑒

𝑐 𝑥 (𝑓(𝑎) −  
1

𝑃(𝑇𝑎)
  ∑ 𝑓(𝑏))

𝑏 ∈𝑇𝑎

, 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑖𝑠𝑒                      (3.6) 

Ventura ve arkadaşları [58] İngilizce ve Fransızca serbest metinlerden biyomedikal terimleri 

çıkarmak ve sıralamak için c-value ile keyword extraction metotlarından yararlanan bir 

yaklaşım geliştirmiştir. Okapi BM25 ve TF-IDF anahtar kelime çıkarımı için kullanılmıştır. 

C-value ile hem tek kelimeli hem de çok kelimeli terimleri bulabilmek için logaritma değeri 

hesaplanmadan önce 1 ekleyerek tek kelimeli terimler için sıfır (0) katsayı probleminin 

ortadan kaldırılmasını amaçlanmıştır (Bknz. Eş. 3.7). Durak kelimelerden arınma yaklaşımı 

ve eşik değer kullanılmamıştır. 

𝐶 − 𝑣𝑎𝑙𝑢𝑒

= {

log2|𝑎 + 1|. 𝑓(𝑎) , 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑑𝑒ğ𝑖𝑙 𝑖𝑠𝑒

log2|𝑎 +  1|. (𝑓(𝑎) − 
1

𝑃(𝑇𝑎)
  ∑ 𝑓(𝑏))

𝑏 ∈𝑇𝑎

, 𝑎 𝑖ç 𝑖ç𝑒 𝑔𝑒ç𝑚𝑖ş 𝑡𝑒𝑟𝑖𝑚 𝑖𝑠𝑒    (3.7) 

Çizelge 3.1. C-value örnek sonuçlar 

Aday Terim Kelime Sayısı Frekans P(Ta) ∑ 𝑓(𝑏))

𝑏 ∈𝑇𝑎

 
C-value 

akşam yemek seçeneği 3 1 0 0 2 

yemek çeşitliliği 2 2 0 0 3,17 

öğle yemeği 2 4 1 1 4,75 

yemek kalitesi 2 4 0 0 6,34 

akşam yemeği 2 8 4 4 11,094 

yemek 1 339 48 70 337,54 

 



19 

Bu çalışmada, tek kelimeli terimler için C-value hesabının yapılabilmesi adına Ventura ve 

arkadaşlarının [58] önerdikleri metottan yararlanılmıştır. Çizelge 3.1.’de deneysel 

çalışmalarda kullanılan veri setinden elde edilen C-value sonuçları örnek olarak 

verilmektedir. 

Bu yöntem ile bulunan isim grupları LDA modeline girdi olarak verilen veri setini 

güncellemek için kullanılır. LDA’nın bulduğu hedef terimlerin geçerlenmesi de bu yöntemle 

yapılmaktadır. 

3.5. Bag of Words ve N-gram model 

Kelime torbası yöntemi doküman sınıflandırma sürecini basitleştirmek için kullanılır. Bu 

yöntemde metin içindeki kelimelerin birbirleri ile olan ilişkileri dikkate alınmadan, sadece 

kelimelerin kullanım sıklığı dikkate alınır. LDA modeli kelime torbası yönteminden 

faydalanır.  

N-gram ise bir metin veya karakter dizisi içinde bulunan, ardışık olarak sıralanmış, n 

uzunluktaki alt kümedir. İsim gruplarını ve görüş içeren sıfat ve fiil gruplarını bulmak için 

kullanılmıştır. 

 

Şekil 3.2. Yandex.XML örnek kullanımı 
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3.6. Yandex.XML 

Yandex arama motorunun sunduğu bu API, kullanıcıların web ara yüzünden Yandex arama 

motoruna sorgu göndermelerine ve XML formatında sonuç almalarına izin veren bir 

hizmettir. Çalışma kapsamında, Kama ve arkadaşlarının [33] gerçekleştirdiği gibi web arama 

sorgusunun oluşturulmasında ve metin düzeltme işlemlerinde kullanılmıştır.  

Kullanım kolaylığı sağlaması açısından Java programlama dili ile web ara yüzündeki 

işlevselliğe sahip bir program geliştirilmiştir. Şekil 3.2.’de programın kullanımına ait kod 

parçası verilmektedir. 

  



21 

4. PROBLEM TANIMI VE ÖNERİLEN METOT 

Bu kısımda veri toplama ve ön işleme, hedef terim çıkarımı, hedef terim kategorisinin 

bulunması ve hedef terim duygu sınıflandırılması açıklanmaktadır (Bkz. Şekil 4.1.).  

 

Şekil 4.1. Hedef temelli duygu analizi için önerilen yöntem 

4.1. Veri Seti Oluşturma 

Bu aşamada deneylerde kullanılacak veri seti elde edilmiştir. Bu amaçla TripAdvisor1 

sitesinden jsoup2 kütüphanesi kullanılarak 5 farklı otele ait kullanıcı yorumları otomatik 

olarak toplanmıştır ve XML formatında kaydedilmiştir. Veri setinde 1691 yorum ve 8233 

cümle bulunmaktadır. EK-1.’de veri setinden örnek bir kısım verilmektedir. 

Her bir yorumunun polaritesi kullanıcı yorumlarındaki puanlara göre belirlenmiştir. 

Kullanıcı puanı 1 ve 2 ise negatif, 3 ise nötr, 4 veya 5 ise pozitif kabul edilmiştir. Yorumlar 

içindeki her bir cümlenin polaritesi, cümlelerdeki hedefler ve bu hedeflere ait görüşler kişisel 

değerlendirmeler sonucu tanımlanmıştır. Hedefler fiyat, hizmet, içecek, konum, ortam, 

restoran, yemek, yönetim ve genel olmak üzere 8’e ayrılmıştır. Kategorilerin bir kısmının 

da alt kategorileri bulunmaktadır (Bkz. Çizelge 4.1.). 

                                                 
1 https://www.tripadvisor.com 
2 https://jsoup.org/ 

https://www.tripadvisor.com/
https://jsoup.org/
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Çizelge 4.1. Hedef terim kategorileri 

Kategori Alt Kategori 

Fiyat - 

Hizmet Çalışan, Kalite, Olanak, Temizlik 

İçecek Çeşitlilik, Fiyat, Kalite, Sunum 

Konum - 

Ortam - 

Restoran Fiyat, Çeşitlilik 

Yemek Çeşitlilik, Fiyat, Kalite, Sunum 

Yönetim Çalışan 

Veri setini temsil eden sınıf diyagramı Şekil 4.2.’de sunulmaktadır. Model içerisinde yer 

alan “0..*” ifadesi sıfır veya daha fazla anlamına, “1..*” ifadesi ise bir veya daha fazla 

anlamına gelmektedir. Alan modeli sözel olarak ifade edilirse, her eleştiri grubu bir ya da 

daha fazla pozitif ya da negatif bir eleştiriden oluşurken, her eleştiri sıfır ya da daha fazla 

görüş içeren bir ya da daha fazla cümleden oluşmaktadır. 

 

Şekil 4.2. Veri setinin sınıf diyagramı 

4.2. Veri Ön İşleme 

Veri seti cümlelere ayrıldıktan sonra yazım hataları doğal dil işleme kütüphanesi olan 

zemberek1 ve Yandex.XML2 yardımıyla giderilmiştir. Bu işlemin ardından kelimelerin 

çekim ekleri kaldırılmıştır (Bkz. Şekil 4.3.). 

                                                 
1 https://github.com/ahmetaa/zemberek-nlp 
2 https://xml.yandex.com.tr 

https://github.com/ahmetaa/zemberek-nlp
https://xml.yandex.com.tr/
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Şekil 4.3. Ön işleme aşaması 

4.2.1. Cümlelere ayırma 

Yorumları cümlelere ayırmak için doğal dil işleme kütüphanesi kullanılmıştır. Doğal dil 

işleme kütüphanesi cümlelere ayırırken his simgelerini (“:D”, “:)”, “:(”) de dikkate aldığı 

için bu aşamada ekstra bir işlem yapılmamıştır. 

4.2.2. Metin düzeltme 

İnternet üzerinde yorum yazılırken resmi olmayan bir dil kullanıldığı için yazım hatalarının 

giderilmesi gerekmektedir. Bu hataların büyük bölümünü, Türkçe karakter problemi ve 

eksik harf problemi kaynaklı hatalar oluşturmaktadır. Yazım hatalarının giderilmesi için iki 

aşamalı bir sistem geliştirilmiştir. Öncelikle doğal dil işleme kütüphanesi yardımıyla her bir 

kelime için Türkçe karakter kontrolü yapılır ve eğer bir hata ile karşılaşılırsa düzeltme 

yapılır. Ardından her bir cümle için web arama sorgusu oluşturulur ve Yandex.XML 

kullanılarak, Yandex arama motoru üzerinde arama işlemi gerçekleştirilir. Eğer arama 

sonucunda, arama sorgusu düzeltilirse cümle arama motorunun önerdiği sorgu ile 

değiştirilmektedir. 

Metin düzeltme işlemi tamamlandıktan sonra veri setindeki her bir kelime küçük harfe 

dönüştürülür ve kelimelerin çekim ekleri temizlenir. Kelimelerin köklerinin bulunması 

yerine yalnızca çekim eklerinin kaldırılmasının temel sebebi, kelimelerin anlamlarını 

kaybetmesini önlemektir.  

4.3. Hedef Terimlerin Çıkarımı 

Türkçe veri seti için WSBFE ve C-value tekniklerinden yararlanan LDA temelli iki farklı 

hedef çıkarım metodu önerilmiştir. Bu iki metottaki temel düşünce LDA metodundaki BoW 

problemini ortadan kaldırmak üzerinedir. WSBFE ve C-value metotları ile bulunan isim 

grupları, veri seti üzerinde değiştirilmiştir. Örneğin, “otel personel” isim grubu bulunduktan 

sonra veri setindeki “otel” ve “personel” ardışık ikilileri “otel_personel” haline getirilir. Veri 
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seti değiştirildikten sonra LDA ile hedefler bulunur. LDA ile bulunan hedefler WSBFE ve 

C-value teknikleri ile doğrulanır. Veri setindeki sık geçen isim grupları ile onaylanan 

hedefler kullanılarak hedef listesi genişletilir. İlgili akış Şekil 4.4.’te, akışa karşılık gelen 

algoritma Şekil 4.5.’te verilmektedir. 

 

Şekil 4.4. Hedef terim çıkarımı akış diyagramı 

 

Şekil 4.5. Hedef terim çıkarım algoritması 
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4.4. Hedef Terimlerin Kategorisinin Bulunması 

Hedef terimlerin kategorisini bulmak için, önceden tanımlanmış kategori tanımları ile her 

bir hedef terimi arasındaki PMI değeri hesaplanmıştır. Hedef terimlerin en yüksek PMI 

skoruna sahip olduğu kategori tanımı, o hedefin kategorisi olarak kabul edilmiştir. Algoritma 

Şekil 4.6.’da verilmektedir. 

 

Şekil 4.6. Hedef terim kategori eşleme algoritması 

4.5. Hedef Terimlerin Duygu Sınıflandırması 

Hedef – görüş çiftlerini bulmak ve sınıflandırmak için bir önceki adımda belirlenmiş olan 

hedef terimler ve iki farklı duygu sözlüğünden yararlanan kural tabanlı bir yaklaşım 

önerilmektedir. 

Birinci duygu sözlüğü, Hu ve Liu [27] tarafından oluşturulmuş İngilizce sıfatları içeren 

duygu sözlüğünün Tureng1 Sözlüğü kullanılarak otomatik olarak Türkçeleştirilmesi 

sonucunda elde edilmiştir, bu sözlüğe görüş ifade eden fiiller, görüş ifade eden isimler de 

eklenerek sözlük zenginleştirilmiştir. İkinci sözlük ise Dehkharghani ve arkadaşlarının [41] 

geliştirdiği SentiTurkNet’tir. Duygu ifadeleri öncelikle ilk belirtilen sözlükte aranmaktadır, 

birinci sözlükte bulunamayan ifadeler SentiTurkNet üzerinde aranmaktadır. Böylelikle ilgili 

terimin polaritesinin belirlenmesi amaçlanmaktadır. 

                                                 
1 https://tureng.com/tr/turkce-ingilizce 

https://tureng.com/tr/turkce-ingilizce
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Algoritma dahilinde uygulanan kural seti bütüncül, kapalı bir mantıksal ifade olarak Şekil 

4.7.’de sunulmaktadır. Kural tabanlı yaklaşım ile bu ifadenin çözümlenmesi beklenmektedir. 

Bu yaklaşımda “ama”, “fakat” bağlaçları dikkate alınmamıştır çünkü yalnızca sözcük 

öbekleri ve onlara ait görüşlerin bulunması amaçlanmıştır. Bu gösterimde İ: hedef terim 

olarak bulunan isim ve isim gruplarını, Z: zarfları, S: duygu sözlüğünde bulunan sıfatları, F: 

duygu sözlüğünde bulunan fiilleri temsil etmektedir. “*” ifadesi hiç bulunmama veya tekrarlı 

olarak bulunma, “?” ifadesi hiç bulunmama veya bir kere bulunma, “|” ifadesi veya anlamına 

gelmektedir. 

 

Şekil 4.7. Kural tabanlı yaklaşımın mantıksal ifadesi 

Aşağıdaki kurallar ve bu kurallara ait cümleler, bu ifade ile çözümlenebilen örnek veriler 

olarak sunulmaktadır: 

 Hedef terim olarak belirlenmiş isim veya isim grubundan sonra 

 Görüş ifade eden sıfatın yüklem olarak gelmesi durumu 

 Yemekler güzel. 

 Oda, banyo ve mobilyalar temizdi. 

 Yüklem olarak gelen sıfattan sonra değil kelimesinin gelebilme durumu 

 Yemekler güzel değil. 

 Görüş ifade eden olumlu ya da olumsuz fiil gelmesi durumu 

 Yemekleri beğendim. 

 Yemekleri beğenmedim. 

 Görüş ifade eden olumlu ya da olumsuz fiilden sonra “değil” kelimesinin tek başına veya 

“de/da” bağlacı ile beraber gelmesi durumu 

 Yemekleri beğenmedim değil. 

 Yemekleri beğenmedim de değil. 

 “var” veya “yok” ifadesi geliyorsa 

 Akşam yemeği var. 

 Akşam yemeği yok. 
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 Hedef terim içeren isim grubunda görüş ifade eden “problem”, “sıkıntı” gibi kelimelerin 

gelmesi durumu 

 Otopark sıkıntısı var. 

 Yemek problemi yaşadık. 

 

Şekil 4.8. Hedef terim – görüş eşleştirme ve duygu sınıflandırma algoritması 
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Şekil 4.8.’de sunulan algoritmada görüleceği üzere, hedef belirleme ve hedef görüş 

eşleştirme algoritması iç içe iki döngüden oluşmaktadır. Dış döngüde parametre olarak 

verilen cümleler listesindeki her bir cümle kelime belirteçlerine ayrılır. Kelime belirteci, 

kelimelerin türünü ve aldığı ekleri ifade eder. İkinci döngüde ise o cümleye ait kelime 

belirteci listesi içindeki belirteçlere çeşitli kurallar uygulanır. Öncelikle sıradaki belirteç ve 

sonraki iki belirteç hafızaya alınır. Döngü içindeki ilk if cümleciği içinde hafızaya alınan 

belirteçlerle hedef terimlerin bulunması amaçlanmıştır. Örneğin “otopark sıkıntısı var” 

cümlesinde olduğu gibi hedef terim kendi içinde olumlu veya olumsuz bir yönelim içermekte 

ise hedef terimin sınıflandırması yapılmaktadır. Else if içinde ise bir önceki if blokunda 

bulunan hedef terimlerin görüş sınıflandırması yapılır. Eğer hedef terim bulunamamışsa 

hedef terim “genel” olarak ifade edilir. Görüş ifade eden fiil ise olumsuzluk eki (me, ma) ve 

“değil” kelimesi dikkate alınarak sınıflandırma yapılır. Sıfat ise “değil” olumsuzluk kelimesi 

dikkate alınarak sınıflandırma yapılmaktadır. 
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5. DENEYSEL SONUÇLAR 

5.1. Hedef Terimlerin Çıkarımı 

Önerilen metotları karşılaştırmak için izlenen akış şu şekildedir. Metotların buldukları 

tüm terimler bir listeye tekrarlı olmayacak şekilde aktarılmıştır. Metotların tahmin ettiği 

ve gerçek hedef terim listesinde bulunan terimler gerçek pozitif olarak kabul edilirken , 

hedef terim listesinde bulunmayanlar yanlış pozitif olarak kabul  edilmiştir. Benzer 

şekilde metotların tahmin etmediği ve gerçek hedef terim listesinde bulunan terimler 

yanlış negatif olarak değerlendirilirken, gerçek hedef terim listesinde bulunmayanlar 

gerçek negatif olarak değerlendirilmiştir. Kesinlik (precision), duyarlılık (recall) ve f-

skor metrikleri bu yaklaşıma göre hesaplanmıştır. Hedef terim çıkarımı için önerilen 

metotların kesinlik, duyarlılık ve f-skor metrikleri bakımından klasik LDA metodundan 

daha başarılı sonuçlar verdiği görülmüştür. 

Kama ve arkadaşları [33], kesinlik ve duyarlılık hesabını hata matrisi sunmadan 

gerçekleştirmişlerdir. Kesinlik oranının hesaplanması için doğru tahmin edilen terim 

sayısı toplam tahmin sayısına bölünmüştür, duyarlılık oranının hesaplanması içinse 

doğru tahmin edilen terim sayısı bulunması gereken terim sayısına bölünmüştür. Bu 

yaklaşım kullanılarak elde edilen sonuçlar ile çalışma kapsamında benimsenen 

yaklaşımın sonuçları bire bir örtüşmektedir. Hedef terim tespitine ait kesinlik ve 

duyarlılık oranlarının hata matrisine ihtiyaç duyulmadan hesaplanabilmesinin mümkün 

olduğu görülmüştür.  

LDA gerçekleştirmek için gerekli olan α, β, iterasyon ve konu sayısı değişkenleri 

sırasıyla 0,1; 0,01; 50 ve 20 olarak belirlenmiştir. WSBFE metodunda kelime frekansı 

eşik değeri olarak 3, arama motoru sorgu sonuç eşik değeri olarak ise 1500 kabul 

edilmiştir. C-value metodunda tek kelimeler için 5, çok kelimeli ifadeler için ise 2,5 eşik 

değeri olarak ayarlanmıştır. Verilen algoritma parametreleri yapılan ön deneylere göre 

ampirik olarak belirlenmiştir. 
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Çizelge 5.1. Hedef terimlerin çıkarımına ait hata matrisi 

Numara Metot Gerçek Pozitif Yanlış Pozitif Yanlış Negatif Gerçek Negatif 

M-I LDA 160 330 303 442 

M-II C-value 269 273 194 499 

M-III WSBFE 408 479 55 293 

M-IV LDA with replacing 

C-value 

239 257 224 515 

M-V LDA with Replacing 

& Verifying C-value 

Not Extending NGs 

242 200 221 572 

M-VI LDA with Replacing 

& Verifying C-value 

Extending NGs 

398 262 65 510 

M-VII LDA with Replacing 

WSBFE 

276 239 187 533 

M-VIII LDA with Replacing 

& Verifying WSBFE 

Not Extending NGs 

247 172 216 600 

M-IX LDA with Replacing 

& Verifying WSBFE 

Extending NGs 

380 240 83 532 

 

Çizelge 5.2. Hedef terimlerin çıkarımı ait başarı metrikleri 

Numara Metot Kesinlik (%) Hassasiyet (%) F-skor (%) 

M-I LDA 32,65 34,55 33,57 

M-II C-value 49,63 58,10 53,53 

M-III WSBFE 45,99 88,12 60,44 

M-IV LDA with replacing C-value 48,18 51,62 49,84 

M-V LDA with Replacing & Verifying C-

value Not Extending NGs 

54,75 52,26 53,48 

M-VI LDA with Replacing & Verifying C-

value Extending NGs 

60,30 85,96 70,88 

M-VII LDA with Replacing WSBFE 53,59 59,61 56,44 

M-VIII LDA with Replacing & Verifying 

WSBFE Not Extending NGs 

58,94 53,34 56,01 

M-IX LDA with Replacing & Verifying 

WSBFE Extending NGs 

61,29 82,07 70,17 

Çizelge 5.1.’de tüm hedef terimlerin çıkarımına ait hata matrisi sunulmaktadır. Sonuçların 

yorumlanmasında kolaylık sağlamak amacıyla metotlara numaralar verilmiştir ve sonuçlar 
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bu numaralara göre yorumlanmıştır. Çizelge 5.2.’de ise tüm hedef terimlerin çıkarımına ait 

başarı metrikleri verilmektedir. Çizelge 5.2.’den görüleceği üzere, çalışmanın amacı olarak 

belirtilen LDA temelli hedef terim çıkarımı için önerilen M-VI ve M-IX yöntemleri ile M-I 

metodu f-skor metriği bazında karşılaştırıldığında %100’ün üzerinde bir başarı artışı elde 

edilmiştir. Literatürde bahsedilen ilk üç metodun f-skor cinsinden en başarılısı 60,44 

skoruyla M-III metodudur. Bu çalışmada gerçekleştirilen yöntemler arasında ise 70,88 

skoruyla M-VI numaralı metot birinci sıradadır. İki grup karşılaştırıldığında başarıda 

yaklaşık %10’luk bir artış sağlanmıştır. Bunun yanında M-VI numaralı metot kesinlik 

skorunda yaklaşık 15 puanlık bir artış sağlamaktadır. Bunun sebebi, M-VI numaralı metodun 

daha az hedef terim tahmini yapmasıdır. Şekil 5.1.’de bu iki yöntemi karşılaştıran grafik 

verilmektedir. 

 

Şekil 5.1. M-III ve M-VI numaralı metotların karşılaştırılması

Metotların, dayandığı temel yaklaşımlara göre gruplanarak karşılaştırılması yapılırsa, C-

value yönteminden yararlanarak LDA temelli hedef çıkarım metotları için Şekil 5.2.’deki 

grafik elde edilmektedir. C-value yöntemi kullanılarak önerilen metotlar 3 aşamadan 

oluşmaktadır. Birinci aşamada C-value ile bulunan isim grupları kullanılarak veri seti 

güncellenir ve LDA ile hedef terimler bulunur. Bu aşamada f-skor oranında %16’dan fazla 

artış gözlemlenmiştir. İkinci aşamada, bir önceki adımda elde edilen hedef terimler C-value 

yöntemi ile geçerlenir. Bu aşamada, bir önceki aşamaya göre f-skor değeri %3’ten fazla 

artmıştır. Üçüncü aşamada, ikinci aşamada elde edilen hedef terimler, sık geçen isim grupları 

ile genişletilmiştir ve f-skor değeri %17’nin üzerinde artış göstermektedir. 
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Şekil 5.2. C-value yönteminden yararlanan metotlar ile LDA’nın karşılaştırılması 

Benzer karşılaştırma WSBFE yönteminden yararlanan metotlar için yapıldığında Şekil 

5.3.’teki grafik elde edilmektedir. WSBFE yöntemi kullanılarak önerilen metotlar 3 

aşamadan oluşmaktadır. Birinci aşamada WSBFE ile bulunan isim grupları kullanılarak veri 

seti güncellendikten sonra LDA ile hedef terimler bulunur. Bu aşamada f-skor oranında 

%23’e yakın artış gözlemlenmiştir. İkinci aşamada, bir önceki adımda elde edilen hedef 

terimler WSBFE yöntemi ile geçerlenir. Bu aşamada, bir önceki aşamaya göre f-skor değeri 

%0,4 civarında azalmıştır. Bu durum geçerleme sırasında doğru tahmin edilen bazı hedef 

terimlerin elimine edilmesinden kaynaklanmaktadır. Üçüncü aşamada, ikinci aşamada elde 

edilen hedef terimler, sık geçen isim grupları ile genişletilmiştir ve f-skor değeri %14’ün 

üzerinde artış göstermiştir. 

 

Şekil 5.3. WSBFE yönteminden yararlanan metotlar ile LDA’nın karşılaştırılması 
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Karşılaştırmayı genelleyebilmek için önerilen metotlardan en yüksek f-skoruna sahip iki 

metot ile literatürdeki yöntemler Şekil 5.4’teki grafikte karşılaştırılmaktadır. 

 

Şekil 5.4. Hedef terim çıkarım yöntemlerinin karşılaştırılması 

M-VI ve M-IX metotları f-skor bakımından birbirlerine yakın sonuçlar üretmiştir. Duyarlılık 

bakımından en başarılı yöntem M-III olarak görülmektedir. Çalışma kapsamında önerilen 

iki yöntemin LDA metoduna kıyasla büyük ölçüde başarılı olduğu görülmektedir. 

221 adet çok kelimeli hedef terim bulunan veri setinde uygulanan yöntemlerin çok kelimeli 

terimleri keşfetme başarısına ait hata matrisi Çizelge 5.3.’te verilmektedir. Çizelge 5.4.’te 

ise başarı metrikleri sunulmaktadır. Çalışmanın amacında belirtildiği üzere hedef terim 

çıkarmada önerilen yöntemler ile LDA metodunun çok kelimeli terim bulamama kısıtının 

ortadan kaldırılması amaçlanmıştır. M-VI ve M-IX numaralı metotlar ile M-III metodu 

karşılaştırıldığı zaman bu üç yöntemin de yakın f-skor değerlerine sahip oldukları 

görülmektedir. Ayrıca M-IV ve M-V metotları ile M-VII ve M-VIII metotları hedef terim 

listesini isim grupları kullanarak genişletmemesine rağmen bu metotlarda da dikkate değer 

sonuç alınmaktadır. EK-2.’de M-III, M-VI ve M-IX metotlarının tespit ettiği çok kelimeli 

terimler sunulmaktadır. 
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Çizelge 5.3. Metotların çok kelimeli terimleri keşfetme başarılarının karşılaştırılması hata 

matrisi 

Numara Metot Gerçek Pozitif Yanlış Pozitif Yanlış Negatif Gerçek Negatif 

M-I LDA - - - - 

M-II C-value 52 39 169 69 

M-III WSBFE 193 75 28 33 

M-IV LDA with replacing 

C-value 

36 11 185 97 

M-V LDA with Replacing 

& Verifying C-value 

Not Extending NGs 

31 7 190 101 

M-VI LDA with Replacing 

& Verifying C-value 

Extending NGs 

192 76 29 32 

M-VII LDA with Replacing 

WSBFE 

73 15 148 93 

M-VIII LDA with Replacing 

& Verifying WSBFE 

Not Extending NGs 

58 6 163 102 

M-IX LDA with Replacing 

& Verifying WSBFE 

Extending NGs 

191 71 30 37 

Çizelge 5.4. Metotların çok kelimeli terimleri keşfetme başarılarının karşılaştırılması 

Numara Metot Kesinlik (%) Hassasiyet (%) F-skor (%) 

M-I LDA - - - 

M-II C-value 57,14 23,53 33,33 

M-III WSBFE 72,01 87,33 78,93 

M-IV LDA with replacing C-value 76,59 16,29 26,86 

M-V LDA with Replacing & Verifying C-value 

Not Extending NGs 

81,57 14,02 23,94 

M-VI LDA with Replacing & Verifying C-value 

Extending NGs 

71,64 86,87 78,52 

M-VII LDA with Replacing WSBFE 82,95 33,03 47,25 

M-VIII LDA with Replacing & Verifying WSBFE 

Not Extending NGs 

90,625 26,24 40,7 

M-IX LDA with Replacing & Verifying WSBFE 

Extending NGs 

72,9 86,42 79,08 
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5.2. Hedef Terimlerin Kategorisinin Bulunması 

Hedef terimlerin kategorilerinin bulunması için Turney’in [16] önerdiği eşitlik 

kullanılmıştır. Veri setinde önceden belirlenmiş hedef terim listesindeki her bir terim ile 

fiyat, hizmet, içecek, konum, ortam, restoran, yemek, yönetim kategorileri için ayrı ayrı 

hesaplama yapılmıştır. En yüksek değerin elde edildiği kategori o hedef terimin kategorisi 

olarak kabul edilmiştir ve %59’luk bir doğruluk oranına ulaşılmıştır. 

5.3. Hedef Terimlerin Duygu Sınıflandırılması 

463 farklı hedef terim ve 1837 hedef terim – görüş çifti içeren etiketlenmiş test verisinde 

185 negatif, 24 nötr ve 1628 pozitif çift bulunmaktadır, sınıflandırma yapılırken nötr çiftler 

kapsam dışı bırakılmıştır.  Hedef terim çıkarımında en başarılı olan M-VI numaralı metot 

neticesinde elde edilen 398 hedef terim kural tabanlı hedef terim görüş eşleştirme metoduna 

girdi olarak verildiğinde, 213 farklı hedef terim için 637 eşleştirme yapılmıştır ve bunlardan 

506’sı doğru sınıflandırılmaktadır (Bknz. Çizelge 5.5.). Kural tabanlı metoda girdi olarak 

hedef terim listesi verilmediğinde ise 237 hedef terim için 1568 hedef terim – görüş çifti 

bulunmuştur ve bunların 643’i doğru olarak sınıflandırılmaktadır (Bknz. Çizelge 5.6.).  

Çizelge 5.5. Başlangıç hedef terim listesi verilince elde edilen hata matrisi ve doğruluk oranı 

Gerçek Pozitif Yanlış Pozitif Yanlış Negatif Gerçek Negatif Doğruluk (%) 

445 97 34 61 79,43 

Çizelge 5.6. Başlangıç hedef terim listesi verilmeden elde edilen hata matrisi ve doğruluk 

oranı 

Gerçek Pozitif Yanlış Pozitif Yanlış Negatif Gerçek Negatif Doğruluk (%) 

551 767 158 92 41,007 

Hedef terim çıkarım aşamasında elde edilen terimler kullanılarak hedef terim ile görüş 

sınıflandırma başarısı artırılmıştır. Başarılı ve başarısız sınıflandırma örnekleri Çizelge 

5.7.’de verilmektedir. Hedef terim listesi verilmeden gerçekleştirilen eşleştirmede ise 

filtreleme yapılmadığı için düşük doğruluk oranı elde edilmektedir. Hedef terim listesi 

verilmeden yapılan sınıflandırma işleminde elde edilen başarılı ve başarısız sonuçlar Çizelge 

5.8’te verilmektedir.  
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Çizelge 5.7. Hedef terim listesi verilerek sınıflandırılmış bazı hedef terimler 

Hedef Terim Görüş Polarite Başarılı mı? 

yemek sunumu iyi pozitif evet 

kahvaltı çeşidi az negatif evet 

internet bağlantısı güzel pozitif evet 

resepsiyon personeli çok yardımsever pozitif evet 

oda servisi fevkalade pozitif evet 

oda servisi çok lezzetli pozitif hayır 

park sorunu yok pozitif evet 

havuz küçük negatif evet 

dekorasyon eski negatif evet 

fiyat yüksek pozitif hayır 

oda manzarası harika pozitif evet 

oda manzarası çok güzel pozitif evet 

pide iyi değil negatif evet 

kahvaltı beğenmek pozitif evet 

Çizelge 5.8. Hedef terim listesi verilmeden sınıflandırılmış bazı hedef terimler 

Hedef Terim Görüş Polarite Başarılı mı? 

otel organizasyonu  harika pozitif evet 

tatil geri negatif hayır 

neden güzel pozitif hayır 

kart geniş çok pozitif hayır 

omlet sıcak pozitif evet 

omlet taze pozitif evet 

resepsiyon personeli çok yardımsever pozitif evet 

tv küçük negatif evet 

fiyat yüksek pozitif hayır 

banyo kötü negatif evet 

resepsiyon çok yetersiz negatif evet 

garson çok kaba negatif evet 

kahvaltı beğenmek pozitif evet 
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Hedef terim listesi verildiği durumda %79’un üzerinde doğruluk oranı elde edilmesine 

rağmen hedef terim – görüş çiftlerinin büyük kısmı eşleştirilememiştir. Bunun sebepleri 

günlük hayatta kullanılan Türkçede dil bilgisi kurallarına uyulmaması, noktalama 

işaretlerine dikkat edilmemesi, çok uzun cümleler kurulması olarak gözlemlenmiştir. Hedef 

terimlerin yanlış görüşlerle eşleştirilmesi ve bazı görüş ifadelerinin hedef terimlere göre 

polaritesinin değişmesi (fiyat-yüksek, hizmet kalitesi-yüksek vb.) de başarıyı etkileyen diğer 

sebeplerdir. Bu sebepler kural tabanlı yaklaşımın performansını düşüren temel etkenlerdir 

ve bu sebeplere dayalı performans düşüklüğünün giderilmesi, başlı başına yürütülmesi 

gereken bir çalışma olarak kurgulanmalıdır.  
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6. SONUÇ VE ÖNERİLER 

Çalışma kapsamında güncel bir konu olan hedef temelli duygu analizi için hedef terim 

çıkarma, hedef terim kategorisi belirleme ve hedef terim duygu sınıflandırması için çeşitli 

yöntemler önerilmiştir. Türkçe duygu analizi çalışmalarında kullanılabilecek, gerçek 

kullanıcı yorumlarını içeren bir veri seti oluşturulmuştur. 

Konu modelleme yöntemi olan LDA’nın BoW kısıtını gidermek için iki farklı yöntem 

önerilmiştir. Bu iki yöntem de çok kelimeli terimleri sürece dahil etmeyi amaçlamaktadır. 

Literatürdeki metotların ve bu çalışma kapsamında önerilen yöntemlerin, gerçek kullanıcı 

verisi üzerinde uygulanmasıyla elde edilen karşılaştırmalı deneysel sonuçlar, önerilen 

yöntemlerin klasik LDA’ya oranla daha başarılı sonuçlar üretme kabiliyetine sahip olduğunu 

ortaya koymuştur. 

PMI yönteminden yararlanarak hedef terim kategori sınıflandırılması yapılmıştır. Duygu 

sınıflandırma aşaması için kural ve sözlük tabanlı yaklaşımlardan yararlanan bir yaklaşım 

neticesinde kayda değer sonuçlar alınmıştır. Türkçe’nin doğru kullanılmaması, çok uzun 

cümleler kurulması gibi etkenler, kural tabanlı yaklaşımın performansını sınırlandıran olası 

engeller olarak görülmektedir.  

Arama motoru kullanılarak PMI değeri hesaplamada karşılaşılan en büyük sorun büyük 

miktarda sorgulama yapıldığında çok fazla vakit almaktadır ve kullanılan API günlük olarak 

sınırlı sayıda sorguya izin vermektedir. Bu durumlar göz önüne alındığında, her bir sorgunun 

veri tabanı veya başka bir depolama alanında saklanması yoluyla hem deney hem de 

oluşturulabilecek son ürün performansı artırabileceği düşünülmektedir. 

Bu tez çalışması kapsamında önerilen algoritmaların söz konusu özel durumları ele alacak 

şekilde geliştirilmesinin duygu analizi konusunda Türkçe gibi sondan eklemeli dillerde 

başarı oranlarını artırabileceği ve literatüre hem akademik hem de ticari anlamda katkıları 

olacağı düşünülmektedir. 
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EK-1. Veri setinden örnek kısım 

  

Şekil 1.1. Veri setinden örnek kısım 
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EK-2. Çok kelimeli terimler  

Çizelge 2.1. WSBFE ile bulunan çok kelimeli terimler – çekim eki olmadan 

personel_kalite dünya_mutfak iş_bölge otopark_sorun 

kahvaltı_personel lobi_alan fiyat_kalite şehir_iç 

çay_kahve toplantı_amaç oda_manzara oda_fiyat 

yemek_lezzet personel_hizmet yol_bakan_oda yatak_konfor 

buhar_banyo alışveriş_alan peynir_çeşit gezi_sıra 

tv_kanal kahvaltı_servis şehir_merkez_ulaşım fitness_merkez 

yol_üzeri yemek_sunum şehir_manzara konum_itibar_ulaşım 

fitness_center vale_hizmet resepsiyon_personel oda_yemek 

oda_bornoz spor_tesis seyahat_sebep iş_gezi 

restaurant_mevcut yiyecek_kalite yüzme_havuz ortak_alan 

çalışan_yaklaşım yastık_kalite oda_servis kent_merkez 

iş_seyahat_sebep alt_yapı oda_dekorasyon sigara_koku 

konum_açı personel_iş iş_amaç oda_dizayn 

hizmet_kalite yemek_oda iş_toplantı ütü_masa 

iç_yer akşam_yemek toplantı_oda yol_kenar 

merkez_ulaşım balo_salon arkadaş_tavsiye yemek_menü 

alışveriş_bölge ses_izolasyon kahvaltı_ortalama konum_merkez 

büfe_kahvaltı fiyat_kalite_denge oda_sigara iş_alan 

öğle_yemek iş_arkadaş ortalama_üzeri personel_güleryüzlülük 

tur_grup servis_kalite kalite_bakım bar_alan 

ulaşım_imkan executive_salon oda_kalite kalite_denge 

oda_düzen hizmet_anlayış ihtiyaç_cevap oda_ses 

oda_ücret yerleşim_bölge toplantı_organizasyon kahvaltı_kalite 

fitness_salon standart_oda imkan_sahip kahvaltı_salon 

bafra_pide deluxe_oda sağlık_merkez toplantı_salon 

bölge_iç_yer yemek_seçenek iş_salon resepsiyon_hizmet 

yatak_oda ilgi_alaka iş_ziyaret kahvaltı_çeşitlilik 

oda_sıcaklık is_seyahat taksi_yolculuk aile_seyahat 

şehir_gürültü merkez_yer yemek_servis yardımcı_personel 

yemek_çeşitlilik iş_seyahat diş_fırça personel_kadro 

uyku_kalite yemek_salon fiyat_aralık su_basınç 

kahve_ikram havuz_alan iç_dizayn oda_konfor 

oda_banyo kahvaltı_hizmet konum_itibari kahvaltı_sıra 

arkadaş_düğün club_lounge oda_kapı meyve_su 

personel_taraf kat_görevli yemek_standart internet_hizmet 

resepsiyon_görevli şehir_merkez spor_salon executive_lounge 

internet_bağlantı executive_oda oda_ihtiyaç kahvaltı_dahil 

personel_oda yastık_seçim portakal_su kahvaltı_seçenek 

yatak_kalite kahvaltı_menü servis_personel oda_ferah 

salon_servis iş_saha eskişehir_yol salon_erişim 

ev_sahiplik hizmet_açı oda_kart bar_bölüm 

konum_itibar oda_iç müşteri_memnuniyet konum_yer 

personel_ilgi malzeme_kalite yemek_kalite ürün_kalite 

alışveriş_merkez tıraş_set yastık_konfor aile_oda 

ulaşım_açı park_yer personel_güleryüz buhar_oda 

banyo_kapı ses_yalıtım kahvaltı_büfe personel_yaklaşım 

ulaşım_konu executive_kat park_sorun kahvaltı_çeşit 

merkez_konum kahvaltı_keyif lobi_bar düğün_organizasyon 

iş_merkez    
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EK-2. (devam) Çok kelimeli terimler  

Çizelge 2.2. LDA with Replacing & Verifying C-value Extending NGs ile bulunan çok 

kelimeli terimler – çekim eki olmadan 

personel_kalite dünya_mutfak iş_bölge şehir_iç 

kahvaltı_personel lobi_alan fiyat_kalite oda_fiyat 

çay_kahve toplantı_amaç oda_manzara yatak_konfor 

yemek_lezzet personel_hizmet yol_bakan_oda gezi_sıra 

buhar_banyo alışveriş_alan peynir_çeşit fitness_merkez 

tv_kanal kahvaltı_servis şehir_merkez_ulaşım konum_itibar_ulaşım 

yol_üzeri yemek_sunum şehir_manzara oda_yemek 

fitness_center vale_hizmet resepsiyon_personel iş_gezi 

oda_bornoz spor_tesis seyahat_sebep ortak_alan 

restaurant_mevcut yiyecek_kalite yüzme_havuz kent_merkez 

çalışan_yaklaşım yastık_kalite oda_servis sigara_koku 

iş_seyahat_sebep alt_yapı oda_dekorasyon oda_dizayn 

konum_açı personel_iş iş_amaç ütü_masa 

hizmet_kalite yemek_oda iş_toplantı yol_kenar 

iç_yer akşam_yemek toplantı_oda yemek_menü 

merkez_ulaşım balo_salon arkadaş_tavsiye konum_merkez 

alışveriş_bölge ses_izolasyon kahvaltı_ortalama iş_alan 

büfe_kahvaltı fiyat_kalite_denge oda_sigara personel_güleryüzlülük 

öğle_yemek iş_arkadaş ortalama_üzeri bar_alan 

tur_grup servis_kalite kalite_bakım kalite_denge 

ulaşım_imkan executive_salon oda_kalite oda_ses 

oda_düzen hizmet_anlayış ihtiyaç_cevap kahvaltı_kalite 

oda_ücret yerleşim_bölge toplantı_organizasyon kahvaltı_salon 

fitness_salon standart_oda imkan_sahip toplantı_salon 

bafra_pide deluxe_oda sağlık_merkez resepsiyon_hizmet 

bölge_iç_yer yemek_seçenek iş_salon kahvaltı_çeşitlilik 

yatak_oda ilgi_alaka iş_ziyaret aile_seyahat 

oda_sıcaklık is_seyahat taksi_yolculuk yardımcı_personel 

şehir_gürültü merkez_yer yemek_servis personel_kadro 

yemek_çeşitlilik iş_seyahat fiyat_aralık su_basınç 

uyku_kalite yemek_salon iç_dizayn oda_konfor 

kahve_ikram havuz_alan konum_itibari kahvaltı_sıra 

oda_banyo kahvaltı_hizmet oda_kapı meyve_su 

arkadaş_düğün club_lounge yemek_standart internet_hizmet 

personel_taraf kat_görevli spor_salon executive_lounge 

resepsiyon_görevli şehir_merkez oda_ihtiyaç kahvaltı_dahil 

internet_bağlantı executive_oda portakal_su kahvaltı_seçenek 

personel_oda yastık_seçim servis_personel oda_ferah 

yatak_kalite kahvaltı_menü eskişehir_yol salon_erişim 

salon_servis iş_saha oda_kart bar_bölüm 

ev_sahiplik hizmet_açı müşteri_memnuniyet konum_yer 

konum_itibar oda_iç yemek_kalite ürün_kalite 

personel_ilgi malzeme_kalite yastık_konfor aile_oda 

alışveriş_merkez tıraş_set personel_güleryüz buhar_oda 

ulaşım_açı park_yer kahvaltı_büfe personel_yaklaşım 

banyo_kapı ses_yalıtım park_sorun kahvaltı_çeşit 

ulaşım_konu executive_kat lobi_bar düğün_organizasyon 

merkez_konum kahvaltı_keyif otopark_sorun iş_merkez 

 



51 

 

EK-2. (devam) Çok kelimeli terimler  

Çizelge 2.3. LDA with Replacing & Verifying WSBFE Extending NGs ile bulunan çok 

kelimeli terimler – çekim eki olmadan 

personel_kalite dünya_mutfak iş_bölge oda_fiyat 

kahvaltı_personel lobi_alan fiyat_kalite yatak_konfor 

çay_kahve toplantı_amaç oda_manzara gezi_sıra 

yemek_lezzet personel_hizmet yol_bakan_oda fitness_merkez 

buhar_banyo alışveriş_alan peynir_çeşit konum_itibar_ulaşım 

tv_kanal kahvaltı_servis şehir_merkez_ulaşım oda_yemek 

yol_üzeri yemek_sunum şehir_manzara iş_gezi 

fitness_center vale_hizmet resepsiyon_personel ortak_alan 

oda_bornoz spor_tesis seyahat_sebep kent_merkez 

restaurant_mevcut yiyecek_kalite yüzme_havuz sigara_koku 

çalışan_yaklaşım yastık_kalite oda_servis oda_dizayn 

iş_seyahat_sebep alt_yapı oda_dekorasyon ütü_masa 

konum_açı personel_iş iş_amaç yol_kenar 

hizmet_kalite yemek_oda iş_toplantı yemek_menü 

iç_yer akşam_yemek toplantı_oda konum_merkez 

merkez_ulaşım balo_salon arkadaş_tavsiye iş_alan 

alışveriş_bölge ses_izolasyon kahvaltı_ortalama personel_güleryüzlülük 

büfe_kahvaltı fiyat_kalite_denge oda_sigara bar_alan 

öğle_yemek iş_arkadaş kalite_bakım kalite_denge 

tur_grup servis_kalite oda_kalite oda_ses 

ulaşım_imkan executive_salon ihtiyaç_cevap kahvaltı_kalite 

oda_düzen hizmet_anlayış toplantı_organizasyon kahvaltı_salon 

oda_ücret yerleşim_bölge imkan_sahip toplantı_salon 

fitness_salon standart_oda sağlık_merkez resepsiyon_hizmet 

bafra_pide deluxe_oda iş_salon kahvaltı_çeşitlilik 

bölge_iç_yer yemek_seçenek iş_ziyaret aile_seyahat 

yatak_oda ilgi_alaka taksi_yolculuk yardımcı_personel 

oda_sıcaklık is_seyahat yemek_servis personel_kadro 

şehir_gürültü merkez_yer fiyat_aralık su_basınç 

yemek_çeşitlilik iş_seyahat iç_dizayn oda_konfor 

uyku_kalite yemek_salon konum_itibari kahvaltı_sıra 

kahve_ikram havuz_alan oda_kapı meyve_su 

oda_banyo kahvaltı_hizmet yemek_standart internet_hizmet 

arkadaş_düğün club_lounge spor_salon executive_lounge 

personel_taraf kat_görevli oda_ihtiyaç kahvaltı_dahil 

resepsiyon_görevli şehir_merkez portakal_su kahvaltı_seçenek 

internet_bağlantı executive_oda servis_personel oda_ferah 

personel_oda yastık_seçim eskişehir_yol salon_erişim 

yatak_kalite kahvaltı_menü oda_kart bar_bölüm 

salon_servis iş_saha müşteri_memnuniyet konum_yer 

ev_sahiplik hizmet_açı yemek_kalite ürün_kalite 

konum_itibar oda_iç yastık_konfor aile_oda 

personel_ilgi malzeme_kalite personel_güleryüz buhar_oda 

alışveriş_merkez tıraş_set kahvaltı_büfe personel_yaklaşım 

ulaşım_açı park_yer park_sorun kahvaltı_çeşit 

banyo_kapı ses_yalıtım lobi_bar düğün_organizasyon 

ulaşım_konu executive_kat otopark_sorun iş_merkez 

merkez_konum kahvaltı_keyif şehir_iç  

 



52 
 

 
 

ÖZGEÇMİŞ 

Kişisel Bilgiler 

Soyadı, adı : BAYRAKTAR, Kıvanç 

Uyruğu : T.C.  

Doğum tarihi ve yeri : 04.10.1991, Ankara 

Medeni hali : Bekar 

Telefon : 0 (505) 580 10 35 

e-mail :  bayraktarkivanc@gmail.com 

 

Eğitim 

 

 

 

 

 

 

Derece 

Yüksek lisans 

Eğitim Birimi 

Gazi Üniversitesi / Bilgisayar Mühendisliği 

 

 

Mezuniyet Tarihi 

Devam ediyor 

Lisans Gazi Üniversitesi / Bilgisayar Mühendisliği 

 

2013 

Lise Çağrıbey Anadolu Lisesi 2009 

 

İş Deneyimi 

Yıl                      Yer                                                                    Görev 

2013-Halen         Hemosoft Bilişim ve Eğitim Hizmetleri A.Ş.       Yazılım Geliştirici 

 

Yabancı Dil 

İngilizce 

Yayınlar 

Bayraktar, K., Yavanoglu, U. and Ozbilen, A. (2019, December). A rule-based holistic 

approach for turkish aspect-based sentiment analysis. In 2019 IEEE International 

Conference on Big Data (IEEE BigData 2019), Los Angeles, CA, USA. 

Bayraktar, K. (2019, June). LDA-based aspect extraction from turkish hotel review data. 

Data Science, Machine Learning and Statistics, Van Yüzüncü Yıl Üniversitesi, Van. 

Hobiler 

Kitap okumak, Spor yapmak, Müzik dinlemek. 



 

 

 

 

 

 

 

 

GAZİ GELECEKTİR... 


